13 Moderni metody vybéru priznaku
ve statistickém rozpoznavani

13.1 Uvod

Obor rozpoznavani obrazii ¢ prosté rozpoznavani muze byt s uréitym zjednodusenim
charakterizovan jako feSeni problému klasifikace ¢i reprezentace dat popisujicich zkou-
mané objekty realného svéta pomoci vektorti pfiznakd. Redukce dimenzionality (di-
mensionality reduction DR) je provadéna bud’ v podobé extrakce, nebo selekce (vybéru)
priznakt, kterd optimalizuje néjaké vhodné kritérium. Vybér ptiznaki je jednim z klico-
vych postupil pfedzpracovani dat pouzivany pfi feSeni nejruzné€jSich uloh ve statistickém
rozpoznavani, strojovém uceni, zpracovani obrazové informace, klasifikaci dokumentti
dobyvani znalosti z rozsahlych databézi atd. Smyslem redukce dimenzionality je nejen
uSetfit ¢as a prostor vyfazenim nepodstatnych ¢asti dat, ale i zlepSit uspésnost klasifikace
¢i pfesnosti reprezentace dat v budovaném systému potlacenim vlivu Sumovych ¢i jinak
neinformativnich pfiznaki.

13.2 Redukce dimenzionality

Terminem ,,obraz“ budeme oznadovat D-rozmémy realny vektor X = (xy,..., xp) € X < R,
jehoz prvky jsou méteni odpovidajici vlastnostem reprezentovaného objektu. Vektor x
budeme rovnéz nazyvat vektorem pfiznakid. Pfiznaky jsou veli¢iny specifikované pro
dany problém odbornikem. Na pocatku specifikované ptiznaky by mély pokryt maxi-
mum zjistitelné informace o uvazovanych objektech — moznou nadbyte¢nou informaci
lze dodate¢né redukovat pomoci metod popisovanych v této kapitole. Informaci od po-
¢atku chybéjici vSak nahradit nelze. Ve vétsiné praktickych tloh proto oéekavame vyso-
kou vstupni dimenzionalitu.

V kontextu statistického rozpoznavani nejcastéji predpokladame, ze objekt reprezen-
tovany obrazem X ma byt klasifikovan do jedné z kone¢ného poétu C riznych tfid 2 =
{wy,..., wc}. Obraz x € X patfici do tfidy w, povazujeme za realizaci ndhodného vektoru
vybranou nahodné v souladu s apriornimi pravdépodobnostmi P(w;) a podminénymi
hustotami pravdépodobnosti p(X|w,) w; € Q.

Smyslem redukce dimenzionality je tedy nalézat automaticky d novych piiznakl na
zakladé vstupnich D méfeni (pokud mozno d << D) tak, aby bylo maximalizovano (¢i
minimalizovano) vhodné kritérium informativnosti ptiznakd.
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13.2.1 Redukce dimenzionality podle charakteru vyslednych priznaku

Z praktickych divodl rozliSujeme dva zakladni pfistupy k DR:

— redukci dimenzionality pomoci extrakce piiznaki (feature extraction, FE),

— redukei dimenzionality pomoci vybéru ptiznaki (feature selection, FS).

Extrakci priznakii rozumime proces, pfi némz je vysledny vektor ziskan jakoukoliv
transformaci z vektoru ptivodniho. Vysledné ptiznaky proto mohou reprezentovat kom-
binaci informace vSech piivodnich ptiznakti a mohou byt zcela odlisné interpretovatelné.
Vybérem priznakii rozumime specialni pfipad extrakce, kdy je jednoduse vybrana pod-
mnozina puvodnich pfiznakd. Ackoliv extrakce v obecnosti umoziuje piesnéjsi repre-
zentaci dat v podprostoru, vybér byva ¢asto upfednostnén z praktickych davoda. Je jed-
nodussi, zachovavad ptivodni vyznam a interpretovatelnost méfeni a umoziuje uspory
naklada pii akvizici dat (napf. v medicing je vhodné rozeznat, kterd méfeni netieba
u pacientll nadale provadét, aniz by se zhorsila Gspé$nost automatického diagnostického
systému). V dal§im vykladu se zaméfime vyhradné na problém vybéru priznakii.

13.2.2 Redukce dimenzionality podle cile

Alternativné Ize rozlisit dva pfistupy k redukci dimenzionality podle cile:
— redukci dimenzionality pro optimalni reprezentaci dat,
— redukci dimenzionality pro klasifikaci.

V prvnim ptipad¢ je cilem co nejlépe zachovat v méné rozmérném prostoru informa-
ci obsazenou v puvodnich datech. V druhém piipadé je cilem maximalizovat rozlisitel-
nost riznych tiid.

i

Obr. 13.1 Redukce dimenzionality pro optimalni reprezentaci dat nemusi byt optimalni pro rozli-
Seni tiid.

Na obrazku 13.1 ilustrujeme, ze vysledek DR pro optimalni reprezentaci dat nemusi
byt vhodny pro rozliseni tfid. Kolecka a trojuhelniky reprezentuji vzorky dvou riznych
tiid v dvojrozmérném prostoru. Aplikujeme-li na tento piiklad metodu hlavnich kompo-
nent — principal component analysis, PCA, viz napf. (Duda a kol., 2000), budou data
v jednorozmérném prostoru optimalné reprezentovana osou E;. Tato metoda DR vhodna
pro reprezentaci vSak neni vhodna pro klasifikaci, nebot’ pro odliSeni tiid je v tomto
ptipadé optimalni osa E,.

V dal$im textu se soustfedime pfedev§im na problém klasifikace. Pro tento ucel 1ze
DR provadét lokdlné, tj. pro kazdou jednotlivou tfidu zv1ast, nebo globalné, tj. spolecné
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pro vSechny tfidy. Pro obsahlejsi pfehled problematiky odkazujeme na prace (Duda
a kol., 2000), (Webb, 2002), (McLachlan, 2004), (Ripley, 2005) a (Theodoridis a kol.,
20006).

13.3 Vybér podmnoZiny priznaki

Je dana mnozina X, o D pfiznacich. Oznaéme X; mnoZinu v§ech moznych podmnozin
mnoziny X, kardinality d, kde d reprezentuje pozadovany pocet ptiznakli. Necht’ J(X) je
kriterialni funkce, ktera vyhodnocuje podmnozinu pfiznakii X € X,. Bez ztraty obecnosti
predpokladejme, ze vétsi hodnota kritéria J indikuje lepsi podmnoZzinu pfiznakd. Potom
Ize FS problém zformulovat tak e najdeme podmnozinu X .+ » bro kterou plati

J()N(d)=r)¥12>1<xJ(X). (13.1)

Za predpokladu, Ze je k dispozici vhodna funkce J k ohodnocovani efektivity pod-
mnozin piiznakd, je problém vybéru pfiznakti redukovan na vyhledavaci problém pod-
mnoziny maximalizujici dané kritérium. Poznamenejme, ze volba poctu pfiznakd d mi-
ze byt slozitym problémem zavisejicim na charakteru ulohy, pokud neni optimalizace
hodnoty d soucasti vyhledavaciho procesu.

Proces vybéru ptiznakt probiha ve ¢tyfech zékladnich krocich: vytvdreni podmnozin,
ohodnocovani podmnozin, ukonceni procesu na zaklade zvoleného stop-kritéria a ovéro-
vani vysledkii. Volba vhodné strategie a kritéria pro ohodnoceni kvality podmnozin pii-
znakt jsou zakladnimi faktory pfi navrhu algoritml pro vybér pfiznaki. Podrobny pie-
hled rtiznych aspektti procesu vybéru priznaki je uveden v publikaci (Liu Yu, 2005).

Dosavadni vyzkum a naSe vlastni zkuSenosti nas dovedly k zavéru, Ze neexistuje
jediny vhodny obecné aplikovatelny piistup k problému vybéru pfiznakd. Rizné existu-
jici metody jsou vhodné v rtiznych specifickych situacich a selhavaji v situacich jinych.
Volba konkrétni metody (a kritéria) zavisi vzdy na znalosti konkrétniho problému.
Z tohoto divodu je vyvoj novych metod a ptislusnych paradigmat pfedmétem neustalého
zajmu.

13.3.1 Volba metod vybéru priznaki podle optimality

Metody vybéru ptiznakt Ize rozdélit na dveé skupiny podle zaruky optimality vysledku:

Optimalni metody. Tyto metody zahrnuji naptiklad uplné prohledani, které je
vhodné pouze pro ulohy o nizké dimenzionalité, a akceleracni metody Casto zalozené na
principu vétvi a mezi (Branch & Bound), jez jsou schopny u¢inné zredukovat pocet
testovanych kombinaci d pfiznakd, kladou vSak omezujici podminky na pouzité kritéri-
um. VSechny optimalni metody lze povaZovat za znaéné¢ pomalé pro feSeni problému
o vysoké dimenzionalité, viz oddil 13.4.

Suboptimalni metody. Tyto metody jsou kompromisem mezi rychlosti vyhleda-
vani a optimalitou feSeni. Zahrnuji mimo jiné individualni vyhodnocovani ptiznaku,
nejruzngjsi gradientni metody, randomizované i deterministické, popf. kombinovang,
metody, viz napf. (Devijver a kol., 1982), (Pudil a kol., 1994a), (Hussein a kol., 2001)
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a (Somol a kol., 2008b). Ackoliv u suboptimalnich metod neni zarucena optimalita vy-
sledku, jejich vyhody obvykle nad timto nedostatkem znacné prevazuji. Optimalita vy-
sledku vzhledem ke zvolenému kritériu navic nemusi mit pfimy vztah k tspésnosti klasi-
fikace finalniho klasifikatoru (Raudys, 2006). Pro vysokodimenzionalni problémy jsou
suboptimalni metody s ohledem na vypocetni slozitost jedinou volbou, viz oddil 13.5.

13.3.2 Volba metod vybéru priznaki podle zptisobu vyhodnocovani kritéria

S ohledem na zptisob ohodnocovani testovanych podmnozin piiznakd mizeme metody
vybéru ptiznakl rozdélit do dalsich skupin:

Filtry (Filters), viz (Devijver kol., 1982), (Kohavi a kol., 1997), (Dash a kol.,
2002) a (Yu a kol., 2003), pouzivaji k ohodnoceni podmnoziny ptiznakd jako kritéria
miry vzdalenosti informacni miry, miry zavislosti a miry konzistence, jejichz hodnoty
jsou vypocteny piimo pouzitim trénovacich dat, viz oddil 13.5.

Pouzdra (Wrappers), viz (Kohavi a kol., 1997), vyzaduji pfedem ucici algorit-
mus — jeho ucinnost je piimo kritériem pro ohodnoceni kvality vybrané podmnoziny.
Obecné maji tyto metody oproti filtrim vétsi GCinnost pro dany ucici algoritmus, ale jsou
viz oddil 13.5.

Integrované metody (Embedded methods), viz (Guyon a kol., 2003), ale také
(Kononenko, 1994) nebo (Pudil a kol., 1995) a (Novovicova a kol. 1996), integruji pro-
ces vybéru ptiznakli do procesu odhadu modelu. Navrh modelu a vybér ptiznakl jsou
tudiz neoddélitelné ucici procesy, na které je mozné pohlizet jako na specialni tvar me-
tody pouzder. Integrované metody tedy nabizeji G¢innost, jez konkuruje metodé pouzder,
umoznuji rychlejsi proces uceni, ale davaji vysledky uzce svazané s konkrétnim mode-
lem, viz také oddil 13.8.

Hybridni metody (Hybrid methods), viz (Das, 2001), (Sebban a kol., 2002) (Liu
a kol., 2005) a (Somol a kol., 2006), kombinuji uvedené¢ metody za ti€elem dosazeni co
nejlepsi ucinnosti uréitého uciciho algoritmu (napf. klasifikatoru) pfi nizké casové slozi-
tosti srovnatelné s filtry, viz oddil 13.7.

13.3.3 Volba metod vybéru priznaku podle znalosti problému

Alternativng 1ze volit metody vybéru priznakt podle apriorni znalosti pravdépodobnost-
nich charakteristik problému:

Zakladni informace je znama — neboli je mozné alespon predpokladat, ze podmi-
néné hustoty pravdépodobnosti jsou unimodalni. V takovém pfipadé mizeme postupovat
odhadem parametrtt vhodného modelu a naslednou maximalizaci ne¢které pravdépodob-
nostni miry vzdalenosti (Mahalanobisovy, Bhattacharyyovy atd.) za pomoci nékteré
optimalni ¢i suboptimalni metody, obvykle typu filtr (Devijver a kol., 1982).

Zadna informace neni znama — neboli jedingm zdrojem informace jsou trénovaci
data samotna. Nemutzeme piedpokladat unimodalitu podminénych hustot pravdépodob-
nosti, nebo naopak predpokladame jejich komplikovanou strukturu. V takovém piipadé
mize byt vyhodné zvolit vhodnou metodu typu pouzdro, ale v nékterych piipadech
(zejména pfi dostatecné velikosti dat) je mozné vyuzit alternativni metody vybéru pii-
znakll zalozené na modelovani struktury dat za pouziti smési hustot pravdépodobnosti
specialniho typu. Smésovy model umoziuje zachytit velmi piesné vlastnosti dat a impli-
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kuje téz formu klasifika¢niho pravidla. O smésovych metodach diskutujeme v oddilu
13.8.

13.4 Optimalni vyhledavaci metody

Problém optimalniho vybéru piiznaka (jako i obecnosti hledani optimalni podmnoziny)
je velmi obtizny, pfedev§im vzhledem k vypocetni naro¢nosti. Vyhledani optimalni
podmnoziny ptiznakii mezi vSemi podmnozinami dané kardinality je kombinatoricky
problém nezvladnutelny Gplnym prohledanim vSech konfiguraci jiz pfi relativné malém
poétu uvazovanych priznaku. Jiz delsi dobu je proto tomuto problému vénovana zna¢na
pozornost ve snaze vyhledavaci proces urychlit. Urychleni bylo doposud dosazeno riiz-
nymi zpisoby, a to bud’ za cenu uvolnéni podminky optimality feseni (Devijver a kol.,
1982), (Kirkpatrick a kol., 1983), (Caruana a kol., 1994), (Jain a kol., 1997), (Chaikla
a kol., 1999) a (Kudo a kol., 2000), nebo definici riznych pomocnych heuristik umoznu-
jicich identifikovat takové ¢asti vyhledavaciho prostoru, které mohou byt z vyhledavani
vylouceny bez ohrozeni optimality vysledku (Devijver a kol., 1982) a (Fukunaga, 1990).
Mezi metodami schopnymi redukovat prostor hledani bez ztraty optimality Ize za nejda-
lezitéj$i oznacit algoritmus Branch & Bound (algoritmus vétvi a mezi) a algoritmy od
néj odvozené. Idea algoritmu vétvi a mezi je dobfe zndma i mimo kontext vybéru pii-
znakl a je povaZzovana za jeden ze zakladnich nastrojii v oblasti umélé inteligence (La-
wler a kol., 1966), (Nilsson, 1971) (Kumar a kol., 1983), (Mitschele-Thiel, 1994),
(Webb, 1995), (Nilsson, 1998) a (Korf, 1999). Poprvé byl algoritmus pouzit pro vybér
pfiznaki v praci (Narendra a kol., 1977). V dalsich letech byl v tomto kontextu detailnéji
zkouman a dopliovan (Fukunaga, 1990), (Hamamoto a kol., 1990), (Yu a kol., 1993),
(Kudo a kol., 2000), (Chen, 2003) (Somol a kol., 2004) a (Nakariyakul a kol., 2007).
Rodina algoritmii vétvi a mezi fesi problém optimalniho vybéru d priznakid z pivodni
mnoziny D ptiznakl za pfedpokladu, ze kriterialni funkce J spliiuje podminku monoton-
nosti. Bud’ ; mnoZina pfiznakii vznikla odebranim j pfiznaki yy, ya,..., y; z mnoZiny Xp

vsech D ptiznaki neboli
X=X\ Yy ity =12, D—1.
Podminka monotonnosti vyzaduje, aby pro podmnoziny piiznaki 7, 7,,... 7, kde
LD DD X;
kriteridlni funkce J splitovala
J)zJ ()2 2J(x,)- (13.2)

Vyuzitim podminky monotoénnosti je mozné zabranit prichodu nékterymi castmi
vyhledavaciho prostoru, a tim zredukovat pocet vyhodnocovani kriterialni funkce, a tedy
zkratit potfebny vypocetni Cas. Ackoliv mad i v nejhorSim ptipadé algoritmus vétvi

amezi exponencialni ¢asovou narocnost, v praxi rychlosti zasadné piekonava uplné
vyhledavani. Znacné usili bylo v poslednich letech vénovano pokusim o dodate¢na
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zrychleni tohoto hledaciho schématu. Byla navrzena fada modifikovanych verzi algorit-
mu pfindSejicich zrychleni nejcastéji pro rizné specifické problémy (Foroutan a kol.,
1987), (Mitschele-Thiel, 1994), (Koller a kol., 1996) a (Liu a kol., 1998). Algoritmus byl
paralelizovan (Gengler a kol., 1994), (Xu a kol., 1995), (Yang a kol., 1999) a (Iamnitchi
a kol., 2000). Zaroven byl zkouman sam pojem optimality vybéru ptiznaku, coz vedlo
k rozliseni hledacich algoritmii na filtry a pouzdra (Kohavi a kol., 1997), viz téZ odst.
13.3.2. Nejvyraznéjsiho urychleni algoritmu vétvi a mezi bylo v posledni dobé dosazeno
zavedenim pomocného predikéniho mechanismu, ktery dovoluje nahradit fadu pomoc-
nych vypoctid hodnot kritéria jednoduchym odhadovanim hodnot pfibliznych, aniz by
ovSem byla ohrozena optimalita celkového vysledku (Somol a kol., 2004). Dvéma mo-
dernim algoritmim z této skupiny se budeme podrobnéji vénovat v odstavcich 13.4.3
al3.4.4.

Tabulka 13.1 Hlavni charakteristiky diskutovanych algoritmii optiméalniho vybéru piiznaki

|Algoritmus vétvi a mezi Horizontalni Fazeni Usetrent vypoctit
(Branch & Bound) uzlii stromu pri pricchodu vétvi
zakladni (BBB, odst. 13.4.1) NE NE
vylepseny (IBB, odst. 13.4.1) vypoctem NE

s Casteénou predikci (BBPP, odst. 13.4.3) predikci NE

rychly (FBB, odst. 13.4.4) predikci predikci

13.4.1 Zakladni pojmy a varianty algoritmu vétvi a mezi

Priblizme nejprve zakladni princip vSech vyhledavacich algoritml vétvi a mezi. Algo-
ritmus konstruuje vyhledavaci strom, v némz kofen reprezentuje mnozinu vSech pfizna-
kt D a listy vyjadiuji podmnoziny pozadované cilové kardinality d. Prochazeje stromem
od kotene k listu, algoritmus postupné odebira po jednom ptiznaku z momentalni mno-
ziny ,kandidatd* (y, v k-t€ urovni stromu). Algoritmus udrzuje informaci o doposud
nejlepsi (v listu) nalezené podmnozing 4°a odpovidajici hodnoté kritéria X~ (tato hodnota
je onou mezi [bound] z nazvu algoritmu). Kdykoliv v nékterém vnitinim uzlu stromu
klesne aktualni hodnota kritéria pod tuto mez, podminka monoténnosti (13.2) dovoli
odtiznout cely podstrom daného uzlu, v némz jiz nemize dojit ke zvySeni meze neboli
k nalezeni lepsiho feseni. Timto zplisobem je usetfena znacna ¢ast vypoctl spojenych
s vyhodnocovanim kriteridlni funkce. Béh algoritmu vétvi a mezi je demonstrovan na
obrazku 13.2 pro ukazkovy problém vybéru d = 2 ptiznaky z celkového poétu D = 5.
Céarkované Sipky nazna¢uji postup priichodu stromem. Pro podrobnéjii vyklad odkazu-
jeme na prace (Devijver a kol., 1982), (Fukunaga, 1990) a (Narendra a kol., 1977).

Je znama fada vylepSeni tohoto zakladniho schématu. Kazdy vyhledavaci strom
mize byt zredukovan na ,,minimalni vyhledavaci strom“ (Yu a kol., 1993) vynechanim
nevétvicich se uzlt neboli zkracenim cest. Pro jednoduchost tento mechanismus nezahr-
nujeme do detailnich popisti algoritmti, byl vSak vzat v uvahu pfi experimentech. Za
obecné nejpouzivangjsi variantu algoritmu lze doposud povazovat tzv. ,,vylepSeny*
algoritmus vétvi a mezi, na ktery se budeme odkazovat podle pivodniho nazvu IBB
(Improved Branch & Bound) (Fukunaga 1990). Bez naroku na piesnost nazvéme pokle-
sem hodnoty kritéria rozdil mezi momentalni hodnotou kritéria a hodnotou po odebrani
jednoho ptiznaku. Nazvéme Spatnym priznakem takovy priznak, jehoz odebrani z pra-
covni mnoziny kandidati zplsobi pouze mirny pokles hodnoty kritéria. Obdobné
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oznacme za dobry priznak takovy, jehoz odebrani zplisobi znacny pokles hodnoty krité-
ria. (V tuto chvili neni tfeba vymezovat piesné pojmy mirny a znacny.) Je ziejmé, Ze
ipfi neménné topologii vypocetniho stromu lze definovat riznd konkrétni pfifazeni
ptiznaktl hranam stromu. Algoritmus IBB se snazi ptitadit spatné priznaky do pravé, tj.
Fidsi Casti stromu, a dobré ptiznaky do levé, tedy hustsi ¢asti stromu. Smysl tohoto faze-
ni je v urychleni riistu meze v prubéhu vypoctu. Nejprve jsou totiz v pravé ¢asti stromu
zkoumany cilové podmnoziny ziskané odebiranim téch Spatnych ptiznakl z Xp, které
zpusobi co nejmensi pokles hodnoty kritéria. Rychlejsi rist meze v pocatecnim stadiu
vypoctu v kombinaci s umisténim dobrych priznakt v levé ¢asti stromu vede v pozdéj-
Sich fazich vypoctu k Castéjs§imu poklesu testovanych hodnot kritéria pod mez a tim
k efektivnéjSimu ofezani hustych veétvi.

sukdzkové kritérium H1,2,3,4.5)=15
J@=34

LiEX

=11 =]

H1,3,5=9 =2

qqqqqq \\ 7
: =3
1L2) (L3 (23} (149 @9 649 (1,5) 25) uloZ novou mez uloZ mez
Xr=J4,5)=5 Xe=j(3,5)=

Obr. 13.2 Ptiklad problému feSeného algoritmem vétvi a mezi, kde d = 2 optimalni dvojice pfizna-
ki je vybirana z celkového poctu D = 5 pfiznaki tak, aby maximalizovala ilustrativni uméle defi-
novanou kriterialni funkei.

Efekt tohoto heuristického horizontdlniho Fazeni uzli je ilustrovan na obr. 13.2. Uka-
zany strom neodpovida stromu ,,vylepSené¢ho* algoritmu IBB protoze prvni tiroven stro-
mu neni vhodné sefazena (sekvence pfiznakd 5, 3, 4 zvyraznéna Sedivym pozadim).
Zménime-li potadi tak, aby odpovidalo IBB poradi (5, 4, 3), algoritmus polozi mez rov-
nu skuteénému optimu hned pfi prvnim vyhodnoceni listu a tim usetii o jedno vy¢isleni
kritéria vice, J(4, 5). VSimnéte si, ze v zakfizkovanych vrcholech je vyhodnocovani
kritéria nadbytecné, ponévadz tyto vrcholy lezi na cesté. Preskocenim téchto vrcholl
zredukujeme vypocetni strom na jiz zminény ,,minimalni vyhledavaci strom®. Algorit-
mus IBB v kombinaci s ,,minimalnim vyhledavacim stromem* budeme v dal$im vykladu
povazovat za referencni podobu algoritmu vétvi a mezi.

13.4.2 Nevyhody tradi¢nich algoritmu vétvi a mezi

Kazdy algoritmus vétvi a mezi provadi fadu vypocti, které mohou, ale také nemusi,
vyustit v celkovou ¢asovou usporu a které by nebyly potieba pii vyuziti algoritmu tpl-
ného prohledavani. Hodnota kritéria neni pocitana pouze pro cilové podmnoziny d pii-
znakl y,, ,, ale navic také pro jejich nadmnoziny x, , ; j=1,2,..,D—d.

Princip algoritmu vétvi a mezi nezarucuje, ze bude mozné odfiznout dostatek vétvi
vypocetniho stromu a Ze tedy celkova doba vypoctu bude krats$i nez v pripadé algoritmu
uplného prohledani. Skute¢na rychlost vypoctu zavisi vZzdy na vlastnostech pouzité krite-
ridlni funkce i na konkrétnich zpracovavanych datech. Teoreticky nejhorsi situaci mu-
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zeme ilustrovat nadefinovanim umélé kriteridlni funkce J(y,)= |;?k| =D—-k (viz obr.
13.6a). Tato funkce zplisobi vyhodnocovani v kazdém uzlu vypocetniho stromu a vede
tedy celkové ke zhruba dvojnasobnému pocétu vypoctl, nez by vyzadoval algoritmus
uplného prohledavani. V ptipadé Giplného prohledavani je pfedem znamo, kolik vypocti
bude provedeno, v ptipad¢ algoritmu vétvi a mezi celkovy pocet vypocti presné predi-
kovat nelze.

Nebezpeci piilis neefektivniho béhu algoritmu vétvi a mezi vyplyva mimo jiné
z téchto pozorovani:
vavaji se veétsi podmnoziny ptiznaki),

b) pravdépodobnost odfiznuti vétve je blize kofeni naopak mensi (hodnoty krité-
ria vnitfnich uzld jsou blize kofeni vétsi, a tim spise neklesnou pod dosavadni mez poci-
tanou v listech).

Klasické algoritmy vétvi a mezi takto spotiebuji vétSinu vypocetniho ¢asu na pomalé
vyhodnocovani malo perspektivnich vnitinich uzli vypocetniho stromu. Tento efekt je
znatelny zejména pro d <<D. Ve ,,vylepSeném* algoritmu IBB je navic potieba vyznamné
mnozstvi dodateCnych vypoctl k heuristickému tazeni uzll stromu, jak uvidime v nasle-
dujicim textu.

13.4.3 Vylepseni ,,vylepSeného* algoritmu

Ukazme si nejprve zasadni nevyhodu ,,vylepSeného algoritmu IBB z obrazku 13.2.
Kdyz algoritmus konstruuje prvni uroven stromu, neboli kdyz urcuje potradi naslednikt
kotene, tak vyhodnocuje pokles hodnoty kritéria pro vSech 5 momentalné pouzitelnych
ptiznakti z mnoziny doposud nepfifazenych ptiznaki ¥. Pouze 3 pfiznaky jsou vSak poté
pouzity, vysledky zbylych dvou vypoctt se dale nepouziji.

Nasim cilem je nalézt stejné (nebo nepfili§ odlisné) fazeni uzld stromu jako v pripadé
,»vylepseného® algoritmu IBB av$ak s mensim poctem vyhodnocovani kritéria. K tomuto
ucelu pouzijeme jednoduchy predikéni mechanismus. Dal$i urovné stromu budeme kon-
struovat ve dvou fazich. V prvni fazi pouze rychle odhadneme poklesy hodnoty kritéria
pro vSechny ptiznaky z V. Pfiznaky sefadime podle odhadnutych hodnot a pro konstruk-
ci stromu pouzijeme pouze nutny pocet ptiznakd g, v poradi od nejvetsi hodnoty pokle-
su. Pouze pro tyto vybrané piiznaky poté dopocteme skute¢né hodnoty kritéria a na
jejich zékladé poptipadé poopravime potradi. Timto zptisobem lze snizit celkovy pocet
vyhodnocovani kritéria pti konstrukci jednotlivych urovni stromu na tGroven zékladniho
algoritmu vétvi a mezi, vysledny strom se vSak nebude piilis lisit od efektivné sefazené-
ho stromu IBB.

K predikci pouzivame statistiku poklesii hodnot kritéria ziskanou v pribéhu dosa-
vadniho vypoétu zvlast pro kazdy jednotlivy piiznak. Nazvéme A = [4,, 4,,..., Ap]"
vektorem prispévkii priznakd k hodnoté kritéria. Tento vektor bude pro kazdy ptiznak
zaznamenavat prumérny pokles hodnoty kritéria zptisobeny odebiranim tohoto ptiznaku
v riznych okamzicich vypoctu. Pocet vyhodnocovani poklesu hodnoty kritéria pro jed-
notlivé piiznaky budeme udrzovat ve vektoru citacii B =[By, Bs,..., Bp]'. Pro formélni
popis tohoto algoritmu vétvi a mezi s ¢aste€nou predikci (Branch & Bound with Partial
Prediction BBPP) respektujeme konvence znaceni z knihy (Devijver a kol., 1982):
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k —roven stromu (k = 0 znaci kofen),

X =16 1j=12,..,D—k} — momentdlni pracovni mnoZina ,kandidatskych*
piiznakt v k-té urovni stromu,

qi — pocet naslednikd zpracovavaného uzlu (v dalsi Grovni stromu),

Or=10k1 Qk2 - O, 0" } — sefazend mnozina piiznakd pfifazenych hranam ve-

doucim k naslednikiim pravé zpracovavaného uzlu (vSimnéte si, Ze ,kandidatské™ pod-
mnoziny %,,, jsou jednoznacné ureny pomoci ptiznaktt O, kde i = 1,..., gx),

Ji = ks Jese-on Iy 0 1" — vektor hodnot kritéria odpovidajicich naslednikiim
pravé zpracovavaného uzlu J, . =J(7, \{Q,,} pro i=1,...,q,),

Y= {y;|j=1,2,..., r} —tidici mnoZina udrZujici r pfiznakii momentalné dostup-
nych pro konstrukei dal§i urovné stromu, neboli pro sestaveni mnoziny Q,, mnozina ¥
tak zaruCuje optimalni topologii stromu,

4= 1{x;|j=1,2,..., d} —nejlepsi doposud nalezena podmnoZina d piiznakd,

X" — momentalni mez (hodnota kritéria odpovidajici mnozing .4).

Poznamka: Hodnoty g; mnoziny Q; a vektory J; musi byt vzdy uloZzeny pro viechnaj =0,..., k, aby
byl umoznén zpétny prichod stromem (backtracking).

Kdykoli v pribéhu vypoctu dojde v souvislosti s odebranim néjakého ptiznaku y;
zngjaké aktudlni , kandidatské™ podmnoziny y, k vypoctu hodnoty kritéria J(x, \{»,}),
bude nasledovat aktualizace predikcni informace

_ Ay, By, + (J(;?k)_‘](;?k \ {yi}))'l
v B, +1

(13.3)

B, =B, +1, (13.4)
kde 4, i B, jsou na zacatku inicializovany hodnotou 0 pro vSechnai=1,..., D.
Algoritmus vétvi a mezi s ¢asteénou predikci (BBPP)
Inicializace: k=0, ¥, =Xp, ¥ = Xp, r = D, X'udava nejnizsi strojové moznou hodnotu.
KROK 1: Zvolme nasledniky pravé zpracovavaného uzlu, a tim vytvorme dalsi uro-
vern stromu. Nejprve ur¢eme jejich pocet ¢, = r — (D — d — k— 1). Nyni sestavme uspofa-

danou mnozinu Oy a vektor J; takto: sefad’'me vSechny piiznaky y; € ¥,j=1,..., r, se-
stupn€ podle jim odpovidajicich hodnot 4, , j=1,..., r, neboli

AV/. > sz 2.2 AV,“‘ ,

a vyberme postupné prvnich g, z nich. Polozme

O, =proi=L..q a J,=J(x \ly,}) proi=1..q,.
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Abychom zabranili budoucim redundantnim vyhodnocovanim kritéria, vylu¢me pfizna-
ky y, z dalsi konstrukce stromu, neboli polozme ¥ =¥ \Q, ar=r—gx

KROK 2: Otestujme nejpraveéjsiho naslednika (pripojeného hranou Q, , ). Pokud g,
= 0, potom vSichni naslednici jiz byli otestovani a proto pokracujme Krokem 4
(backtracking). Pokud J, , <X " pokracujme Krokem 3. Jinak polozme ,,, = 7, \{O, E

Pokud k£ + 1 = D — d, pak byl dosazen list, a proto pokracujme Krokem 5. Jinak pokra-
¢ujme prichodem do dalsi urovné stromu: polozme k =k + 1 a jdéme na Krok 1.
KROK 3: Nasledny uzel pripojeny hranou O, (vcetné celého jeho podstromu)

miize byt odfiznut. Vratme piiznak O, ~ do mnoziny pfiznaki urcenych k dalsi kon-
strukci stromu, neboli polozme V=¥V {Q, tar=r+1, 0, =0, \{Q,, } aqi=qi—

1 a pokracujme jeho levym sousedem, jdéme na Krok 2.
KROK 4: Navrat do predchozi urovné. Polozme k = k — 1. Pokud k = —1, pak cely
strom byl jiZz zkonstruovan a algoritmus miZze byt ukoncen. Jinak vratme pfiznak O,

do mnoziny ,.kandidata*. Polozme 7, = %,,, V{0, , } a jdéme na Krok 3.
KROK 5: Aktualizujme hodnotu meze. Polozme X = J 4.q, - Ulozme doposud nejlep-

§1 nalezenou cilovou podmnozinu #= %, ,, ajdéme na Krok 2.

\ INICIALIZACE BBPP |
e

VYTVORME SERAZENY SEZNAM
naslednikl pravé zpracovavaného uzlu takto:

| pro kaZdy pfiznak potencialné pouzZitelny ke konstrukci
\nésledujicf trovné stromu PREDIKUJME hodnotu kritéria)
, v
sefadme priznaky vzestupné podle
predikovanych hodnot kritéria

vezméme poZadovany pocet pfiznakd postupné od
nejniz$i hodnoty kritéria v daném pofadi; pouze pro tyto
pfiznaky SPOCTEME skuteéné hodnoty kritéria

vratme se zpét _
do minulé urovné

VEZMEME
NEJPRAVEJSI UZEL

kritéria pro tento
uzel < MEZ

Ne pokragujme do

LISTU?

y Ano
—<—{ ULOZME NOVOU MEZ|

Obr. 13.3 Zjednoduseny diagram algoritmu vétvi a mezi s ¢aste¢nou predikci (BBPP).
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O vlastnostech algoritmu BBPP diskutujeme v odstavcich 13.4.5 a 13.4.6. Zjednodu-
Seny diagram algoritmu naleznete na obr. 13.3. Poznamenejme jeste, ze formalni popis
BBPP se od IBB lisi pouze v Kroku 1, kde by v ptipadé IBB bylo misto prostého sefaze-
ni predikovanych hodnot 4,; nutné pted fazenim nejprve spocitat vSechny skute¢né hod-

noty J(Z, \{w,}).-

13.4.4 Rychly algoritmus vétvi a mezi

Tak zvany rychly algoritmus vétvi a mezi (Fast Branch & Bound FBB) (Somol a kol.,
2004) byl navrzen s cilem jesté podstatnéji zredukovat pocet vyhodnocovani kritéria ve
vnitfnich uzlech vypocetniho stromu. K tomu tcelu bylo dalekosahleji vyuzito predike-
niho mechanismu. Algoritmus se snazi vyuzit znalost dosavadnich poklesi hodnoty
kritéria nejen k fazeni uzld, ale i pii prichodu stromem do hloubky. Skute¢né i prediko-
vané hodnoty jsou pfi konstrukci stromu vyuzivany ekvivalentnim zptisobem s vyjimkou
dvou specifickych situaci:

1. predikce nema smysl v trovni listd a

2. testovani predikované hodnoty oproti mezi nikdy nemtize vést samo o sobé
k odfiznuti podstromu.

Zustava-li v prubehu vypoctu predikovana hodnota kritéria znatelné vétsi nez mo-
mentalni mez, je mozné predpokladat, ze ani skuteéna hodnota nejspise nepada pod mez
a odpovidajici podstrom nelze odfiznout. V takové situaci algoritmus jednoduse pokra-
cuje konstrukei dalsi urovné stromu. Pfiblizi-li se ovSem v pribéhu vypoctu predikovana
hodnota momentalni mezi, popf. pod tuto mez klesne, moznost odfiznuti podstromu je
tieba ovetit dopoctenim skute¢né hodnoty kritéria. Pouze kdyz se i skutecna hodnota
ukaze nizsi nez mez, je podstrom algoritmem odfiznut. V§imnéme si, ze timto zptisobem
zustava zaruCena optimalita vysledného feSeni, ackoliv v fad€ vnitinich uzld stromu
vubec nedoslo k vypoctu skutecné hodnoty kritéria. VSimnéme si dale, ze ani pfipadné
neptesnosti ¢i chyby predikce optimalitu vysledku neovlivni, mohou pouze vést k pru-
chodu c¢asti stromu, ktera by za jinych okolnosti mohla byt odfiznuta. V sekci experi-
mentd ukazeme, Ze ani v pfipadé€ velmi vyraznych chyb predikéniho mechanismu nekle-
sé efektivita algoritmu na Groven algoritmii nevyuzivajicich predikce.

V ramci algoritmu FBB je nutné uchovavat informaci o tom, ktera hodnota kritéria
v riznych ¢astech stromu byla ziskéna tim kterym zptisobem. K tomu vyuzijeme fypove-
ho vektoru, v némz pro kazdy uzel pravé zpracovavané urovné stromu bude zaznamenan
symbol ,,P*“ nebo ,,C* podle toho, byla-li hodnota kritéria v uzlu predikovana ¢i skute¢né
vycislena. Informace o typu uzlu ptedevsim rozlisuje, je-li pfipadnou moznost odfiznuti
podstromu nutné nejdtive ovétit dopoctenim hodnoty kritéria (tedy zménit typ z ,,P* na
,»C), ¢i je-li mozné odfiznuti rovnou provést (typ ,,C*). Informace z typovych vektor je
dale vyuzivano pfi uceni predikéniho mechanismu. Zaznamy ve vektoru prispévkii A
a vektoru citaci B jsou aktualizovany pouze v piipadé, ze hodnota kritéria pfed odebra-
nim i po odebrani pfiznaku je typu ,,C“. Pokud bychom k aktualizaci predikéni informa-
ce pouzili rozdilu predikovanych ¢i smiSenych hodnot kritéria, doslo by k zaneseni
chybné informace a funk¢nost predikéniho mechanismu by byla vazn¢ narusena.

Obrazek 13.4 ilustruje popsany mechanismus. Ukazuje prubéh uceni predikéniho
mechanismu, kdykoliv dojde ke skute¢énému vyhodnoceni dvou naslednych hodnot krité-
ria v¢etné nasledného vyuziti naucené informace k predikci v podobé jednoduchého
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odecteni. Predikované hodnoty jakozto pouhé aproximace hodnot skute¢nych nemohou
vést k odiiznuti podstromu a kazdd zdanlivd moznost odfezu musi byt proto ovéfena
spoctenim hodnoty skute¢né (uzly reprezentujici mnoziny 1, 3,6 a 1, 2, 6).

Vykonnost predikéniho mechanismu se v pribéhu algoritmu obvykle postupné zlep-
Suje. Na pocatku, a to vzhledem k nedostatku informace, mizeme ocekavat casté aktua-
lizace vektoru ptispévkd oproti ojedinélym predikcim. S postupem ¢asu a ptibyvanim
,»verohodnych® odhadl algoritmus vyuziva stale Castéji predikce na tkor skutecnych
vypoctl, ¢imz naopak zpomaluje proces uceni predikéniho mechanismu. (V této souvis-
losti byl zaveden nepovinny parametr 0 dovolujici ur¢it minimdiné nutny pocet vyhodno-
ceni prispévku ptiznaku, do jehoz dosazeni neni predikce pouZzivana.)

ukdzkové kﬂrinhﬁm J(1,2,3,4,5,6)=246
. 4 :
J(E) = 10 + E i

£LEX

k=i

(B - spocfiand hodnota
(P)- predikovand kodrota

odhadnutd

dikini ivgforg;-e

A | 15

A | 27

4| 39

A, | 51

chi| ol (D.54.6)=104<x*

Al - 9 29 3.6 ez beze ulotme mez

zmény X=J(5,6)=114

Obr. 13.4 Ilustrace béhu predikéniho mechanismu ,,rychlého algoritmu vétvi a mezi* na umélém
problému vybéru d = 2 z celkového poétu D = 6 ptiznakd.

Ukolem uvedeného predikéniho mechanismu neni pouze nahrazovat pii priichodu
vypocetnim stromem vypocty predikcemi, ale také odhadnout okamzik (uzel), kdy jiz
skute¢na hodnota kritéria padla pod dosavadni mez a bylo by tedy mozné zbytek vétve
odfiznout. Pfedev§im v tomto smyslu je tfeba pocitat s moznosti dvou typt chyb vyply-
vajicich z principu predikce. Nazvéme pesimistickou chybou predikce situaci, kdyz FBB
zastavi predikci pfili§ brzy a zacne misto ni vyhodnocovat skutecné hodnoty kritéria
v disledku mylného odhadu, ze jiz lze podstrom odfiznout. Ozna¢me naopak opti-
mistickou chybou predikce situaci, pokud pfi pruchodu stromem predikované hodnoty
nenaznacuji moznost odfiznuti podstromu a algoritmus tedy pokracuje zbyte¢né pricho-
dem do nizsich urovni. Chovani algoritmu 1ze ovlivnit zavedenim dodatecné konstanty
optimismu vy takto: kdykoliv mé dojit k predikci odeétenim hodnoty zaznamenané ve
vektoru piispévki A, necht’ je odectena tato hodnota vynasobena veli¢inou y. Hodnoty y
> 1 takto zplisobi rychlejsi pokles hodnot kritéria a tim rychlejsi pfiblizeni k dosavadni
mezi, a tedy pusobi proti vyskytu optimistickych chyb predikce ve prospéch chyb pesi-
mistickych. Hodnoty 0 <y < 1 ptisobi opac¢né, vice viz odst. 13.4.5.1.

Pro formalni popis rychlého algoritmu vétvi a mezi (Fast Branch & Bound FBB)
pouzijeme znaceni zavedené pii popisu algoritmu BBPP (odst. 13.4.3) rozsifené o tyto
konstanty a symboly:

0 2 1 — minimdlni nutny pocet vyhodnoceni (standardn¢ 1),
y 2 0 — konstanta optimismu (standardné 1),
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Ti=1[Tc1, Tizoe .., T,

kaq}(

1%, Tii € {C P} proi=1,..., g — typovy vektor,

(zaznamenava zpusob ziskani hodnot J; ;)
T R
V=1[v,vy,..., v, 1 = pomocny radici vektor.

Poznamka: Hodnoty g; mnoziny Q; a vektory J;, T; musi byt vzdy ulozeny pro vechnaj =0,..., k,

aby byl umoznén zpétny prichod stromem (backtracking).
Kdykoliv dojde v pribéhu vypoctu v souvislosti s odebranim néjakého ptiznaku y;
z n¢jaké aktualni , kandidatské” podmnoZiny ¥, v k-té trovni stromu k vypoctu hodnoty
kritéria J(¥, \{y,}) a zaroven byla ptedchozi hodnota J(¥,)=J(7,, \{y,}) (po pred-
chozim odebréani né&jakeho priznaku y;) taktéZ spocitana (coz je vyjadieno 7, ,, =C),
bude nasledovat aktualizace predikéni informace
_ Ay, 'By, +Jk71,y‘ _J(/?k \ {yz})
i B, +1

(13.5)

B, =B, +1. (13.6)

Rychly algoritmus vétvi a mezi (FBB)

Stanovme inicializaci stejné jako v ptipadé algoritmu BBPP popsaného v odst. 13.4.3 a
navic nastavme hodnoty 6 a y podle doporuceni podanych v odst. 13.4.5.1.

KROK 1: Zvolme nasledniky pravé zpracovavaného uzlu, a tim vytvorme dalsi viro-
ven stromu. Nejprve urceme jejich pocet gx = r — (D — d — k — 1). Nyni sestavme uspoia-
danou mnozinu Q, a vektory J; a T takto: pro vSechny piiznaky w; € ¥, j=1,..., r, je-li

k+1<D—d (uzly nejsou listy), a B, > J (predikce povolena) polozme

v.f = Jk—lsllH - A"//, ’

neboli pfedpoviddme odectenim predikéni hodnoty odpovidajici piiznaku y; od hodno-

ty kritéria ziskané v rodi¢ovském uzlu. V jinych pfipadech musi byt hodnota kritéria
spoctena

v, =JZAD.
Po ziskani vech hodnot v, tyto hodnoty setfidme vzestupné

< <..<
le - vfz - er

aproi=1,.., g, poloZzme

O = V>
Jy; =v, ,pokud v, je spocitand hodnota, nebo
i =Sy, —7 A, vpiipadé, ze v, je hodnota predikovana,
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Ty, = C, pokud v, je spocitana hodnota, nebo
Ty; =P v piipad¢, ze v, je hodnota predikovana.

Polozme ¥ = ¥\ Oy ar=r— g, pro zamezeni redundantniho vyhodnocovani kritéria.
KROK 2: Otestujme nejpravejsiho naslednika (pripojeného hranou Q, , ). Pokud gy

= 0, potom vSichni naslednici jiz byli otestovani, a proto pokracujme Krokem 4
(backtracking). Pokud 7, =P a J < X", spoétéme skute¢nou hodnotu
g =2 MOy, }) a omatme 7, =C. Pokud 7, =Ca J, < X", pokratujme
Krokem 3. Jinak polozme %, ,=7,\{Q,, }. Pokud k + 1 =D —d, pak byl dosazen list

a proto pokracujme Krokem 5. Jinak pokracujme prichodem do dalsi urovné stromu
a polozme k =k + la jdéme na Krok 1.
KROKY 3 az 5 zlistavaji stejné jako v algoritmu BBPP.

[INICIALIZACE FBB |
=

VYTVORME SERAZENY SEZNAM
naslednikl pravé zpracovavaného uzlu takto:

pro kazdy piiznak v seznamu

PREDIKCE POVOLENA ?
neboli dostatecna predikéni informace je k dispozici
a zarovefi nejsme v urovni listl

Ne
PREDIKUJME SPOCTEME skute&nou
hodnotu kritéria hodnotu kritéria
¥

pokud i pro rodiovsky uzel byla spoé-
tena skute¢na hodnota, pouzijme rozdil
k AKTUALIZACI predikéni informace

vratme se zp&t _
do minulé drovné

VEZMEME
NEJPRAVEJSI UZEL

kritéria v uzlu byla
PREDIKOVANA a
je <MEZ

spoctéme skutecnou hod-
notu kritéria v tomto uzlu

hodnota
kritéria pro tento
uzel < MEZ

Ano

Ne

Ne pokraéujme do
dalsi urovné

y Ano

‘< [ULOZME NOVOU MEZ]

Obr. 13.5 Zjednoduseny diagram tzv. rychlého algoritmu vétvi a mezi (FBB).
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Pozndmka: V Kroku 1 pro k=0 vyraz J | . oznacuje hodnotu kritéria na mnoziné vsech pfizna-

ka J(Xp). ZjednoduSeny diagram algoritmu naleznete na obr. 13.5.

13.4.5 Nové vlastnosti algoritmi vyuZivajicich predikce

Vykonnost kteréhokoliv algoritmu vétvi a mezi podstatné zavisi na vlastnostech pouzité
kriteridlni funkce a zpracovavanych dat. Mimo tyto externi faktory, které ovliviiuji vy-
hledavaci proces ve vSech variantach algoritmu (budou zkoumany podrobnéji v odst.
13.4.6), vykazuji nové predikéni algoritmy BBPP a FBB nékolik specifickych vlastnosti.
Oba algoritmy vyuzivaji predikéniho mechanismu zaloZeného na heuristickych ptedpo-
kladech. Z toho divodu nelze spoléhat na bezvadnou funkénost prediktoru za vsech
okolnosti. Algoritmy BBPP i FBB budou nejefektivnéjsi a nejvyraznéji piekonaji IBB,
pokud jejich prediktor uspé&je jak ve fazi uceni, tak v pozdéjsi fazi nahrady skute¢nych
kriteridlnich hodnot hodnovérnymi odhady. Toto 1ze oc¢ekéavat, zejména pokud individu-
alni piispévky priznaku k celkové hodnoté kritéria nebudou silné¢ kolisat v kontextu
riznych podmnozin. V odstavci 13.4.6 ukazujeme, ze tento predpoklad neni pfili§ ome-
zujici alespon v kontextu vybéru piiznakd.

Za predpokladu, ze nedojde k naprostému vypadku predikéniho mechanismu, bude
algoritmus FBB znatelné rychlejsi nez BBPP. Algoritmus FBB obsahuje totiz nejen
vSechna vylepSeni obsazena v BBPP, ale ptidava dalsi. Na druhou stranu vykonnost
BBPP méné zavisi na uspés$nosti predikce. Potencialni selhani predikce by v pripadé
BBPP mélo pouze nepiimy vliv na vyslednou rychlost, Spatné fazeni vnitinich uzla
stromu omezi efektivitu odiiznuti podstromtl, avSak ztstava zakladni vyhoda oproti IBB
v podobé¢ vzdy niz§iho poctu vypoctl provadénych pii konstrukci jednotlivych vnitinich
urovni stromu.

Oproti klasickym algoritmiim vétvi a mezi oba algoritmy FBB i BBPP spotiebovava-
ji urcity ¢as navic spravou predikéniho mechanismu. Tento ¢as je ovSem zanedbatelny
ve srovnani s ¢asem uSetienym vynechdnim vyhodnocovéni kritéria zejména v ptipade
nerekurzivnich forem kritérii v kontextu vybéru ptfiznaki. BBPP je na rozdil od FBB
pouzitelny i s rekurzivnimi formami kritéria (viz obr. 13.7).

Poznamenejme, ze kromé urychleni na zakladé predikce je aktualné zkoumana
i moznost prodeje prostoru za ¢as (Chen, 2003). Za cenu budovani rozsahlé pamétové
struktury je mozné odhalit néktera dalsi vyhodnocovani kritéria jako zbyte¢na. V tomto
pristupu je zatim ale obtizné udrZet Casové spravu pomocnych struktur v rozumnych
mezich.

13.4.5.1 Specifické viastnosti rychlého algoritmu vétvi a mezi
Algoritmus FBB nemiize byt pouzit s rekurzivnimi formami kritérii, v nichz je k vypoctu
hodnoty J(y,) tieba znat pfesné predchozi hodnotu J(¥, ). Algoritmus FBB pfi pri-
chodu vétvemi nahrazuje vypocty hodnot kritéria predikovanymi odhady, jejichz vyuziti
k rekurzivnimu vypoctu hodnot nasledujicich by zatizilo syst¢ém netnosnou chybou.
kurzivni formy kritéria.

Konstanty y a 6 mohou byt volitelné pouzity k upravé funkénosti predikéniho me-
chanismu. Za zakladni a v obecném piipadé nejvyhodnéjsi necht’ jsou povazovany hod-
noty y =1 a d = 1. Pro konkrétni problémy je mozné Ze odlisné hodnoty by vypocet
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urychlily. Bohuzel neni k dispozici Zadny zptsob, jak konkrétni optimalni hodnoty od-
hadnout jinak nez na zéklad¢ probéhlého vypoctu. Presto je mozné fici ze konstanta
optimismu y ovlivituje béh algoritmu FBB vyznamnéji nez konstanta minimalniho poctu
vyhodnoceni d. Hodnoty y > 1 zpisobuji pesimistické chovani algoritmu, neboli mohou
Cim pesimisti¢t&jsi je nastaveni algoritmu, tim méné je provadéno predikci a algoritmus
se vice priblizuje klasickému IBB (popt. BBPP). Ptresnéji fe¢eno predikce budou vyuzi-
vany pouze ve vysSich Grovnich stromu a budou zastavovany piedcasné pii prichodu
stromem smérem k vétvim. Hodnoty 0 <y < 1 naopak zptisobuji mén¢ zadouci optimis-
tické chovani algoritmu, které mtize vyustit ve zpomaleni az pod troven IBB. Pro y =0
se pak algoritmus stava ekvivalentem uplného prohledani.

13.4.6 Experimenty s optimalnim vybérem priznaki

Pro ilustraci chovani uvadénych algoritm jsme pfipravili mimo experimenty s readlnymi
daty a standardnimi pravdépodobnostnimi kritérii téz rizné umélé testy nezavislé na
datech, které umoziuji demonstrovat zmény vykonnosti algoritmti v rtiznych modelo-
vych situacich. Zdiraznéme, ze vSechny uvazované algoritmy jsou optimalni vzhledem
ke zvolené kriterialni funkci a ve vysledku nachazeji tutéz podmnozinu piiznakd. Vy-
sledna klasifika¢ni vykonnost je tedy ve vSech ptipadech stejna a zavisi na faktorech zde
nezkoumanych (volbé kritéria apod.). Zde se soustfedime na jediny vyznamny rozdil
mezi riznymi optimalnimi algoritmy, totiz na rozdil v rychlosti vypoctu.

13.4.6.1 Syntetické experimenty

Vykonnost kteréhokoliv algoritmu vétvi a mezi podstatné zavisi na vlastnostech pouzité-
ho kritéria a datového souboru. Abychom mohli ukazat vlastnosti algoritmti co nejobec-
né&ji, nadefinovali jsme sadu ilustrativnich kriterialnich funkci nezavislych na datech.
Obrazek 13.6(a) ukazuje nejhorsi moznou situaci, kdy je vSem variantam algoritmu vétvi
a mezi znemoznéno odfezavat podstromy, tato situace je vyvolana prostfednictvim krite-
ridlni funkce ohodnocujici v§echny pfiznaky jako ekvivalentni. Nasledujici série obrazkt
(b) az (f) ukazuje jak rostouci vzajemna odlisnost piiznakd (ve smyslu jejich ptispévku
k hodnot¢ kritéria) vede k efektivnéj$imu odfezavani podstromt. Je vidét, ze algoritmy
zaloZzené na predikci dokazi této rostouci rozmanitosti piiznaka vyuzit 1épe nez klasicky
algoritmus IBB. Extrémni pfipad vidime na obr. 13.6(g), kde kazdy ptiznak ptispiva
k hodnoté kritéria vétsi hodnotou, nez je soucet piispévkll vSech piiznakd s menSim
indexem. V dusledku dokazi vSechny varianty algoritmu s horizontalnim Fazenim uzlii
konstruovat vypocetni strom, v némz je optimum nalezeno jiz pfi pruchodu prvni vétvi
a vSechny zbylé vétve jsou ihned poté odfiznuty. V tomto piipadé dojde k nalezeni opti-
ma v linedrnim case. Obrazek 13.6(h) ukazuje, jakym zplsobem lze vytadit z ¢innosti
predikéni mechanismus algoritmu FBB. Takovato situace nastava, je-li hodnota kritéria
silné zavisla na velikosti zkoumané podmnoziny. Na obrazku 13.6(i) vidime klesajici
efektivitu FBB v dasledku vlivu Sumu na uceni — zde nasobime v pribéhu uceni kazdy
zaznamenavany skutecny prispévek priznaku nadhodnym koeficientem generovanym
podle rovnomérného rozlozeni z vhodného intervalu. VSimnéme si, Ze ani pomérné vy-
razné zaSuméni (interval [0,01 1,99]) nesnizi celkovou efektivitu algoritmu FBB na
uroven IBB.
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Syntetické experimenty — vykonnost algoritm( IBB, BBPP a FBB v zavislosti na vlastnostech kritéria, D=30
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Obr. 13.6 Uméla kritéria demonstrujici chovani algoritmu vétvi a mezi. (a) Nejhor§i mozny scénat
zabratujici zcela odfiznutim podstromd. (b) az (f) Série ptikladt ukazujici efekt zlepSovani vy-
konnosti se vzrustajicimi rozdily mezi pfiznaky. (g) Nejlepsi mozny scénat vedouci k nejefektiv-
néj$imu moznému odfezavani podstromt. (h) Scénaf selhdni uceni v algoritmu FBB. (i) Vliv Sumu
na uceni v algoritmu FBB.

Z ptedchozich pozorovani lze vyvodit, Ze vykonnost algoritmti vétvi a mezi zavisi
predevsim na nésledujicich charakteristikach procesu vyhodnocovani kritéria:

1. VSechny ptiznaky by mezi sebou mély vykazovat stabilni a méfitelné odlisnos-
ti ve smyslu pfispévku k hodnot¢ kritéria vyhodnocovaného na libovolnych podmnozi-
nach. Cim podobngjsi jsou piispévky jednotlivych piiznaki, tim horsi vykonnost které-
hokoliv algoritmu vétvi a mezi Ize ocekavat. Pficina je prosta — prochézi-1i algoritmus od
kotene k listim, aktudlni hodnota kritéria klesd o pfispévky jednotlivych odebiranych
ptiznakt. V pripadé velmi podobnych ptispévkll u vsech piiznakt bude aktualni hodnota
kritéria velmi podobna v na libovolném uzlu na stejné Grovni stromu. Je tedy méné prav-
dépodobné, Ze v nékterém uzlu dané Grovné ¢asem klesne pod mez a umozni tak odiiz-
nuti podstromu.

2. Prispévek ptiznaku by nemél pfili§ kolisat v kontextu riznych podmnozin.
Nestabilni ¢i zaSuméné piispévky piiznaku zhorsuji ucici schopnost predikéniho mecha-
nismu (s disledky hlavné v FBB). Navic heuristika horizontalniho fazeni v takovém
ptipadé produkuje vice ¢i méné ndhodna potadi uzli stromu, a tim podstatné snizi efek-
tivitu odfezadvani podstromil ve vSech algoritmech IBB BBPP a FBB (viz obr. 13.6(i)).
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3. Hodnota kritéria by neméla zaviset pfili§ siln¢ na velikosti vyhodnocované
podmnoziny (neboli na momentalni Grovni stromu). Prili§ vysoké rozdily mezi ptispév-
kem téhoz ptfiznaku ve vztahu k rizn€ velkym podmnozindm mohou opét zhorsit funk¢-
nost predikéniho mechanismu v FBB. Heuristika horizontalniho fazeni algoritmti IBB
BBPP a FBB také v tomto pfipadé produkuje nevyhodna poradi uzlii (viz obr. 13.6(h)).

Celkove lze pozorovat, ze algoritmy vyuzivajici predikce (BBPP FBB) vykazuji vétsi
efektivitu nez referencni IBB pro vSechna testovana synteticka kritéria, at’ uz §lo o krité-
ria uméle komplikujici ¢i urychlujici hledaci proces.

13.4.6.2 Experimenty na redlnych datech

Algoritmy zde testujeme na mamogramovych datech wdbc o dvou tfidach z Wisconsin
Diagnostic Breast Centra (30 pfiznaki, 357 zdznamu o zdravych a 212 nemocnych paci-
entech) a datech waveform o trech tfidach (40 pfiznakt, 1691 vzorkd tfidy 1. tfidy
a 1693 vzorku tiidy 2., treti tfida je vynechana vzhledem k omezeni kriterialni funkce).
Oba datové soubory pochazeji z databaze UCI (Asuncion a kol. 2007). Dale jsme pouzili
feCova data speech o dvou tiidach pochazejici z British Telecomu (15 pfiznakt, 682
zédznamd slova ,,yes“ a 736 zaznamt slova ,,n0%) ziskana z CVSSP University of Surrey.
Abychom zduraznili univerzalnost zkoumanych algoritmt, provedli jsme testy se tfemi
ruznymi kriteridlnimi funkcemi: divergenci, Bhattacharyovou vzdalenosti a Patricko-
vou—Fischerovou vzdalenosti (Devijver a kol., 1982). Pouzili jsme jak rekurzivni (bylo-li

1) mamogramova data wdbc (D=30), nerekurzivni forma Bhattacharyovy vzdalenosti tfid
(1a) (1b)
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2) mamogramova data wdbc (D=30), rekurzivni forma Bhattacharyovy vzdalenosti tfid
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Obr. 13.7. Vykonnost optimalnich metod pro hledani podmnozin na mamogramovych datech
wdbc o 2 tiidach.
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to mozné), tak nerekurzivni formu Bhattacharyovy vzdalenosti. Vykonnost riznych
metod je ilustrovana na obrazcich 13.7 a 13.8, které obsahuji (a) graf vypocetniho ¢asu
a v ptipad¢ dat wdbc téz (b) graf poctu skutecné vyhodnocenych hodnot kritéria. Tabulka
13.2 ukazuje statistiky souvisejici s ucenim predikéniho mechanismu v algoritmech
BBPP a FBB (k vypoctu statistik byl pouzit algoritmus IBB, ktery vyhodnocuje vice
hodnot a poskytuje tak informativnéjsi vysledky). Tabulka ukazuje vektory A (primérné
piispévky ptiznakt), B (pocty vyhodnoceni pfispévku ptiznakit), odchylku vyhodnoco-
vanych hodnot 4; a individudlni hodnoty kritéria J({i}) spoctené pro jednotlivé priznaky
zvlast. Pii pouziti nerekurzivnich kriterialnich forem jsme nastavili vSechny algoritmy
tak, aby konstruovaly tzv. strom minimalniho feSeni (Yu a kol., 1993), coZ neni mozné
v ptipad¢ forem rekurzivnich. Parametry FBB byly nastaveny na hodnoty y=1ad=1.

Tabulka 13.2 Statistiky prispévkl piiznakd k hodnot¢ kritéria pro datovy soubor wdbc. Spocteno algo-
ritmem IBB pfi vybéru 15 z 30 pfiznakti za pouziti Bhattacharyovy vzdalenosti. Nalezena podmnozina:
X={1,3,4,6,7,11,14,15,16, 17, 21, 23, 24, 26, 27}; J3(X) = 5,741; J3(Xp) = 7,53989

] 1 2 3 4 5 6 7 8 9 10 11
A,- 0,269 0,066 0,272 0,651 0,118 0,114 0,195 0,130 0,085 0,077 0,214
Al- st. odch. 0,076 0,022 0,098 0,048 0,030 0,020 0,041 0,029 0,028 0,019 0,087
B; 312 95630 525 4 30327 56149 1400 23549 93275 89565 395
JB( {l}) 0,586 0,113 0,629 0,641 0,073 0,307 0,498 0,790 0,064 0,003 0,463
i 12 13 14 15 16 17 18 19 20 21 22
A,- 0,119 0,126 0,843 0,127 0,133 0,441 0,122 0,105 0,198 0,340 0,083
Al- st. odch. 0,021 0,040 0 0,034 0,031 0,004 0,026 0,015 0,051 0,108 0,026
B; 51923 12972 1 10083 7746 7 31892 77102 452 31 91836
Js({i}) 0,010 0,483 0803 0,003 0,050 0,081 0,103 0,032 0,036 0,787 0,140
i 23 24 25 26 27 28 29 30
A,- 0,267 0,797 0,095 0,199 0,103 0,132 0,123 0,094
Al- dev. 0,084 0,011 0,017 0,031 0,027 0,019 0,015 0,032
B,- 142 2 88359 1037 9441 32543 51707 38630
JB({i}) 0,816 00811 0,110 0,327 0,38 0,820 0,175 0,101
data waveform (D=40), nerekurzivni fecova data speech (D=15), nerekurzivni
divergenéni kritérium vzdalenosti trid Patrickovo-Fischerovo kritérium vzdalenosti tfid
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Obr. 13.8 Vykonnost optiméalnich metod pro hledani podmnozin na datech waveform a speech o
dvou tridach.

Exponencialni charakter problému optimalniho vyhledavani je dobfe ilustrovan fak-
tem, Ze pro 15dimenzionalni data je jesté uplné prohledani srovnatelné rychlé s algo-
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ritmy vétvi a mezi, zatimco pro data 30dimenzionalni pfi hledani podmnoziny d =15
(obrazek 13.7) jiz uplné prohledani potiebuje vyhodnotit pfiblizn¢ 140krat vice hodnot
kritéria nez referencni algoritmus vétvi a mezi IBB. U 40dimenzionalnich dat pti hledani
podmnoziny d =20 (obrazek 13.8) je tento rozdil jiz 1,3.10°nasobny.

Podobn¢ jako v piipadé piedchozich umélych testti vsechny vysledky (obrazky 13.7
a 13.8) potvrzuji, Ze oba algoritmy vyuzivajici predikce (BBPP a FBB) nachézeji feSeni
nejrychleji, v podstaté vzdy piekonavaji referencni IBB. V zavislosti na datovém soubo-
ru a pouzitém kritériu algoritmus FBB prokazuje schopnost fesit lohu vybéru priznakt

Priklad wdbc (obrazek 13.7) ukazuje ocekavatelné chovani zkoumanych algoritma,
v tomto piipadé s vyuzitim Bhattacharyovy vzdalenosti jakozto kritéria. Tabulka 13.2
v tomto piipadé popisuje velmi presné¢ naucenou predikéni informaci (jak potvrzuje
nizka odchylka 4;). Rozdily mezi jednotlivymi pfiznaky jsou viditelné a stabilni. V sou-
ladu s tim heuristika horizontalniho fazeni i predikéni mechanismy uspé$né splnily svou
funkci.

Priklad waveform (obrazek 13.8) ukazuje zajimavy fenomén, kdy vSechny algoritmy
s horizontalnim fazenim IBB BBPP a FBB bézely piekvapive rychle az do velikosti
hledané podmnoziny d = 20. Nabizi se vysvétleni, ze zhruba polovina pfiznakt tohoto
datového souboru reprezentuje pouze neinformativni Sum (potvrzeno dokumentaci sou-
boru). Rozdil mezi odhadnutymi ptispévky informativnich a Sumovych piiznakt zde byl
vyborné vyuzit heuristikou horizontalniho fazeni uzla stromu.

Priklad fecovych dat speech (obrazek 13.8) predstavuje ulohu, pfi niz pokrocilé me-
chanismy modernéjsich algoritmt vétvi a mezi ¢astecné selhavaji predevsim kvuli vlast-
nostem pouzitého Patrickova—Fischerova kritéria, které je silné zavislé na velikosti
ohodnocované podmnoziny. Tento piiklad také ukazuje, Ze Gplné prohledani miize byt
nejvyhodnéjsi volbou zejména pro hodnoty d velmi blizké 0, u nichz mtze prichod
hlubokého vypocetniho stromu vzhledem k relativné malému poctu listovych konfigura-
ci algoritmy vétvi a mezi rozhodujicim zpisobem znevyhodnit.

Tabulka 13.2 ilustruje nejen prispévky jednotlivych pfiznakt, ale také efektivitu
heuristiky horizontalniho fazeni v algoritmech IBB BBPP a FBB. Vsimnéme si, Ze pfi-
znaky s nizkym ptispévkem k hodnoté¢ kritéria jsou vyhodnocovany Castéji nez ptiznaky
s prispévkem vysokym. Horizontalni fazeni takto podporuje co nejrychlejsi rist meze.
Vyznamné piiznaky s vysokym piispévkem jsou akceptovany rychleji, a tim vynechany
z dalsiho prohledavani. Tabulka téz ilustruje znamy fakt, ze individualni hodnoty kritéria
spocitané zvlast pro jednotlivé piiznaky nevypovidaji dostate¢né o skute¢ném vyznamu
pfiznaku. VSimnéme si, jak vyrazné se nékteré hodnoty J({i}) lisi od primérnych pii-
spévkl piiznaki 4;.

13.4.7 Shrnuti optimalnich metod

Jedinou metodou hledéani optimalni podmnoziny pouzitelnou s nemonotoénnimi kritérii
(tedy je-li naptiklad kritériem odhad chyby klasifikace) je uplné prohledani. Vzhledem
k exponencidlnimu charakteru problému optimalniho vybéru pfiznakt (a tedy extrémni
vypocetni narocnosti) je jiz pro ulohy relativné malé dimenzionality nutné hledat alterna-
tivni metody i za cenu omezeni se na monotonni kritéria. Rada nedavnych vylepseni
algoritmu vetvi a mezi predevsim v podobé predikénich algoritmti FBB a BBPP vytstila
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do deseti- az stonasobného zrychleni oproti zékladni varianté algoritmu (v zavislosti na
konkrétnim datovém souboru a kritériu).

Je ovSem potieba zdlraznit, Ze i pfes uvedeny pokrok zlistavaji optimalni metody
v principu exponencidlni a tedy velmi pomalé. Neni-li pro jejich aplikaci zvlastni divod,
byva prakti¢téjsi vyuzit nékterou z metod suboptimalnich. Suboptimalni metody jsou
obvykle flexibiln€jsi a schopné fesit problémy podstatné vétsich dimenzionalit, pfi¢emz
nalézana feSeni nemusi byt v konecném dusledku nutné horsi nez feseni optimalni. Vol-
ba vhodného kritéria ma vétsi vyznam nez Casem draze zaplacené nalezeni optima
vzhledem k nevhodné zvolenému kritériu. Pro podrobnéjsi diskusi optimalnich metod
odkazujeme na ¢lanek (Somol a kol., 2004).

13.5 Suboptimalni vyhledavaci metody

Ptes pokroky v oblasti optimalnich metod vybéru piiznakd (Somol a kol., 2004), (Naka-
riyakul a kol., 2007) je u vétSiny realnych tloh v kontextu statistického rozpoznavani
obvykle nutné se obracet k suboptimalnim metodam.

Zname velké mnozstvi nejriznéjsich suboptimalnich metod zalozenych na nejrizné;-
Sich principech a poskytujicich riznou miru kompromisu mezi efektivitou a kvalitou
nalezeného fesSeni. Velké mnozstvi metod je zaloZeno na sledovani nejvétsiho gradientu
hledavani (Devijver a kol., 1982), metody Plus--Minus-r (Devijver a kol., 1982), jejich
zobecnéné verze (Devijver a kol., 1982), plovouci vyhledavani (Pudil a kol., 1994a),
(Somol a kol., 1999), (Nakariyakul a kol., 2009), oscila¢ni vyhleddvani (Somol a kol.,
2000), (Somol a kol., 2008b) atd. Deterministické metody vSak mohou byt nachylné
k uviznuti v lokalnim extrému, proto je velmi ¢asto v n¢jaké formé vyuzivana randomi-
zace vyhledavaciho procesu — hlavnimi zastupci téchto pfistupl jsou metody Las Vegas,
metoda Relief (Kononenko, 1994), (Sun, 2007), metoda Focus (Arauzo-Azofra a kol.,
2003), simulované zihani, napt. (Debuse a kol., 1997), evolucni (genetické) algoritmy
(Hussein a kol., 2001), vyhledavani tabu (Zhang a kol., 2002), metody mravenéi kolonie,
napt. (Jensen, 2006), randomizované oscilacni vyhledavani (Somol a kol., 2000), ale
také metoda fazeni respektujici zavislost priznaku DAF (Somol a kol., 2011).
nedbavany vztahy mezi ptiznaky (metoda nejlepSich individudlnich piiznaki, Best Indi-
vidual Features, BIF, viz napf. (Yang a kol., 1997)), popf. jsou piijimana nejriznéjsi
zjednodugeni & omezeni rozsahu prohledavani. Rada metod umoZiuje omezit prostor
prohledavani uzivatelskymi parametry (Pudil a kol., 1994a) (Somol a kol., 2000) a (So-
mol a kol., 2008b), popt. se predpoklada, ze uzivatel pomoci parametri rozsah prohleda-
vani presné specifikuje (Hussein a kol., 2001) a (Zhang a kol., 2002).

Jesté vyznamngj$i nez volba metody a jejich parametrd se ukazuje volba kriterialni
funkce (viz filtry vs. pouzdra, odst. 13.3.2). Pfi nevhodné volb¢ kriterialni funkce nelze
ani v pfipad¢ nalezeni optima ocekavat optimalni pfesnost vysledného klasifikatoru.
Tomuto a dal$Sim problémim ovliviiujicim vysledek vybéru ptiznakti se vénujeme téz
v oddilu 13.9.

Integralni soucasti kazdého procesu vybéru priznakt je rozhodnuti o poctu piiznakd,
které mame vybrat. UrCeni spravné dimenzionality podprostoru vybranych pfiznakt je
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obtizny problém, ktery je v obecnosti nad ramec této kapitoly. V dalsi diskusi budeme
nicméné rozliSovat dva typy metod FS: tzv. metody d-parametrizované a d-opti-
malizujici. VE&tS$ina existujicich metod je d-parametrizovanych, tj. vyzadujicich od uziva-
tele rozhodnuti o kardinalité vysledné podmnoziny ptiznakt. V oddilu 13.6 bude popsa-
na d-optimalizujici deterministickd procedura, ktera optimalizuje soucasné jak velikost
podmnoziny, tak jeji slozeni. Mezi nedeterministické d-optimalizujici metody patii
zejména evolucni algoritmy (Caruana a kol., 1994), (Chaikla a kol., 1999), (Mayer
a kol., 2000) a (Hussein a kol., 2001).

V nésledujicim textu uvadime zakladni piehled nékolika hlavnich nastroji uzitec-
nych pro problémy rizné slozitosti, zalozenych vétsinou na konceptu sekvenéniho vy-
hledavani (viz odst. 13.5.2).

13.5.1 Individualné nejlepsi priznaky

Metoda individualné nejlepsich priznakii (Best Individual Features, BIF) je nejrychlejsi
metodou vybéru ptiznakd. Kazdy pfiznak je nejprve individualné ohodnocen za pouziti
zvoleného kritéria. Podmnoziny jsou pak vybrany prosté volbou prvnich d individualné
nejlepSich ptiznakl. Tento piistup je nejjednodussi, ale zaroven potencialné nejslabsi
z hlediska optimaliza¢ni schopnosti — pfi vybéru totiz zcela ignoruje mozné kompliko-
vané zavislosti mezi piiznaky. Pro feseni problému FS pii velké pocatecni dimenzionali-
té je to vSak Casto jediny aplikovatelny piistup. Metoda BIF je takto standardem pro
kategorizaci textovych dokumentd (Yang a kol., 1997), (Sebastiani, 2002), vyhledavani
geni (Xing, 2003) (Saeys a kol., 2007) a v dalSich aplikacich, kde dimenzionalita pro-
blému roste do tisict.

Metoda BIF muze byt ovSem vyhodnd i v jinych situacich, protoze se uplatiuje
uspés$né tam, kde pokrocilejsi metody selhdvaji a produkuji nestabilni vysledky, popf.
vedou k preuceni a ztraté schopnosti zobecnéni (viz oddil 13.9). Tyto situace nastavaji
nachylnéjsi k selhani, ¢im vétsi je nepomér mezi piili§ velkou dimenzionalitou viici
prili§ malému poctu vzorki trénovaciho souboru. Neni-li vSak uloha zatizena zminénymi
omezujicimi okolnostmi, pokrocilej§i metody vybéru ptiznakll maji vétsi potencial do-
sdhnout lepsich vysledkd.

13.5.2 Sekvencni vyhledavani

Pro zjednoduseni dalsi diskuse se zamétime na sekvencni vyhledavaci metody. Ozna¢me
Y mnozinu vSech pfiznakd (|Y] = D). Vétsina znamych sekvencnich algoritmti vybéru
ptiznakt sdili stejny zakladni mechanismus pfidavani a odebirani pfiznakd do stavajici
pracovni podmnoziny a z ni pry¢. Pfislusné kroky l1ze popsat uvedenymi definicemi (pro
zjednoduseni budeme uvazovat pouze nezobecnéné algoritmy (Devijver a kol., 1982),
které zpracovavaji v daném okamziku pouze jeden pfiznak).

Definice 1. Pro stavajici mnoZinu piiznakt Xy necht’ /™ je ptiznak takovy, Ze

S =argfrga\1§dJ (X4 /), (13.7)
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kde J "(Xy, f) oznacuje kriteridlni funkci pouZitou pro vyhodnoceni podmnoZiny ziskané
pfidanim f'do X, kde f € Y \ X,. Pak budeme tikat, ze ADD(X,) je operace pridani pfi-
znaku /" do X, za i¢elem vytvoreni mnoziny Xy, jestlize

ADD(X,)= X, u{f"} =X

d+1°

X, X, cY. (13.8)
Definice 2. Necht' f~ je ve stavajici mnozin¢ ptiznakl X takovy pfiznak, ze
f’=argrp§(xJ’(Xd,f), (13.9)

kde J (X, f) oznacuje kriteridlni funkci pouzitou k vyhodnoceni podmnoziny ziskané
vylou€enim f'z Xy, je-li f € X,. Pak budeme fikat, ze REM(X,) je operace vylouceni pii-
znaku f~ z mnoziny X, za u€elem vytvoreni mnoziny Xy i, jestlize

REM(X)=X, M/} =Xy, Xy XY (13.10)

S cilem zjednodusit oznaceni pro opakujici se pouziti operaci FS zavedeme tato uzi-
teCna oznaceni:

X, = ADD(X,,,) = ADD(ADD(X,)) = ADD*(X,)
X, ,=REM(REM(X,))=REM*(X,) (13.11)
a obecnéji
X,.,=A4ADD°(X,), X, ,=ADD’(X,). (13.12)

Poznamenejme, Ze ve standardnich sekvenénich metodach vybéru ptiznakia J'(.) a J(.)
oznacuji

JUX ) =T (X, D), T (X, =T (XS, (13.13)

kde J(.) je kriterialni funkce zalozena obvykle bud’ na nékteré vhodné pravdépodobnost-
ni mife, nebo na odhadu Gspésnosti klasifikace (viz filtry a pouzdra, odst. 13.3.2 (Kohavi
a kol. 1997)).

13.5.3 Nejjednodussi sekvenéni vybér

Nejjednodussi a pritom Siroce pouzivanou variantou sekvencniho vyhleddvani jsou me-
tody sekvencniho dopredného vybeéru (SFS) a sekvencniho zpeétného vybéru (SBS)
(Whitney, 1971) (Devijver a kol., 1982). Metoda SFS iterativné piidava (SBS odebira)
vzdy v daném kroku jeden pfiznak tak, aby byla maximalizovana okamzita hodnota
kritéria tak dlouho, az je dosazeno pozadované velikosti cilové podmnoziny piiznaki.
Metoda SFS zacina od prazdné mnoziny a je proto znama jakoZzto metoda typu bottom-
up. Metoda SBS za¢ina od mnoziny vSech ptfiznakd a je proto znama jako metoda typu
top-down.

Sekvenéni dopredny vybér (SFS)
Algoritmus generuje podmnozinu d piiznaki zdola:. X, = ADD? ().
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Sekvencéni zpétny vybér (SBS)
Algoritmus generuje podmnozinu d piiznaki shora: X, = REM™(Y).
SBS jakozto metoda typu top-down od pocatku vypocétu vyhodnocuje vztahy mezi

vvvvvv
Vv

vvvvvv

nim podmnozin pfiznaki (rozhodnuti o pfidani, popt. odebrani, pfiznaku neni v pozdéjsi
fazi vypoctu nikdy revokovano), které vyznamné zhorSuje schopnost dosdhnout optima.
Prvnim pokusem o pfekondni tohoto problému bylo pouziti algoritmu Plus-/- Take
away-r (také znamého jako (/, )) nebo zobecnéného algoritmu (/, ) (Devijver a kol.,
1982), které oba zahrnuji postupny proces piidavani i odebirani piiznakd. Tataz zakladni

vvvvvv

vyhledavani.

13.5.4 Sekvené¢ni plovouci vyhledavani

Procedura sekvencniho dopredného plovouciho vyhledavani (Sequential Forward Floa-
ting Search, SFFS) (Pudil a kol., 1994a) spociva v tom, Ze po kazdém dopfedném kroku
aplikujeme zpétné kroky tak dlouho, dokud jsou vysledné podmnoziny lepsi nez ty, které
byly pfedtim vyhodnoceny jako nejlepsi na dané urovni (pro danou dimenzionalitu).
Z toho plyne, ze v ptfipad¢, kdy prechodny okamzity vysledek nezlepSuje predchozi
vysledek pro danou dimenzionalitu, k zddnym zpétnym krokiim vibec nedojde. Totéz
plati pro dopiedné kroky ve zpétné verzi procedury — sekvencni zpétné plovouct vyhleda-
vani (Sequential Backward Floating Search, SBFS). Oba algoritmy dovoluji samofizené
vratné kroky, které umoznuji dosahnout kvalitniho feseni dynamicky flexibilnim prepi-
nanim mezi kroky dopfednymi a zpétnymi. Lze fici, ze oba algoritmy provadéji pouze
vypocCty, které jsou potieba k vylepseni doposud znamych feseni, aniz by bylo nutné
nastavovat jakékoliv uzivatelské parametry.

Polozme k=k- 1

Podminéné odebrany
pfiznak jiz nevracejme

| SFFS - INICIALIZACE |

|

Ano

Provedme od eiggrwéngf?zénak Je toto
x> 1 k k > . xS
Polcizme jeden krok | | Ptilozme urgeny jednim dosud nejlepsi
k=0 algoritmu k=k+1 krokem aldoritmu podmnoZina (k-1)
SFS SBSg pfiznak( ?

Vratme podminéné
odebrany pfiznak

Obr. 13.9 Algoritmus sekvenéniho doptedného plovouciho vybéru.
Sekven¢ni dopi‘edny plovouci vybér (SFFS)

Algoritmus generuje podmnozinu d ptiznak zdola s volitelnym, rozsah prohleddvani
omezuyjicim parametrem 4 € [0, D — d] (pro hledani v plném rozsahu polozme 4 = D — d).
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KROK 1: PoloZme X, = (), k= 0.

KROK 2: Ptidejme k pracovni mnoziné relativné nejlepsi pfiznak pomoci operace
X1 =ADD(Xy), k=k+ 1.

KROK 3: Opakujme operaci odebrani relativné nejhorsiho pfiznaku pomoci operace
X1 = REM(X)), k = k — 1, tak dlouho, dokud timto zptisobem nachazime pro mensi &
lepsi nez doposud znama feseni.

KROK 4: Pokud k£ <d + 4, jdéme na Krok 2.

Podrobny formalni popis této dnes jiz klasické procedury lze nalézt v ¢lanku (Pudil
a kol., 1994a). Nicméné zakladni myslenka je pomérn¢ jednoducha a mtze byt dostatec-
n¢ ilustrovana obrazkem 13.9. (Podminka k = d + 4 ukoncuje algoritmus poté, co byla
nejen dosazena cilovd podmnozina d ptiznakd, ale popiipad€ i vylepSena pomoci zpét-
nych vratnych krokti z dimenzionalit vétSich nez d.)

Plovouci vyhledavaci algoritmy lze povazovat za univerzalni nastroje, které nejen
piekonavaji vSechny své predchiidce, ale které si pfitom uchovavaji prednosti, jeZ nemaji
pozdéjsi sofistikovanéjsi algoritmy. Maji schopnost nalézat dobra feseni pro vSechny
dimenze daného problému jednim prichodem algoritmu. Celkova rychlost vyhledavani
je dostatecné vysoka pro vétsinu praktickych problémi.

Sekvencni zpétny plovouci vybér (SBFS)
Algoritmus generuje podmnozinu d pfiznakii shora s volitelnym, rozsah prohledavani
omezujicim parametrem 4 € [0, D — 1] (pro hledani v plném rozsahu polozme 4 =D — 1).

KROK 1: Polozme Xy =Y, k=1Y].

KROK 2: Odeberme z pracovni mnoziny relativné nejhorsi pfiznak pomoci operace
Xk—l = REM(Xk), k=k—-1.

KROK 3: Opakujme operaci pridani relativné nejlepsiho pfiznaku pomoci operace
X1 = ADD(Xy), k = k + 1, tak dlouho, dokud timto zptisobem nachazime pro vétsi k
lepsi nez doposud znama feseni.

KROK 4: Pokud k£ > d + 4, jdéme na Krok 2.

13.5.5 DalSi rozvoj principu plovouciho vyhledavani

Poté, co se plovouci algoritmy uspés$né prosadily jako obecné piijimany univerzalni
prostfedek pro vybér ptiznaku, byla jejich zakladni idea dale zkoumana a rozsSifovana.
V préci (Somol a kol., 1999) byly navrzeny tzv. adaptivni plovouci algoritmy, ASFFS
a ASBFS. Ty jsou schopny dosahnout v nékterych piipadech lepsich vysledki nez kla-
sické SFFS a SBFS, ale za cenu podstatného nariistu ¢asu potiebného pro vyhledavani
a nutnosti nastavit nepfili§ intuitivni uzivatelské parametry. NaSe zkuSenost ukazuje, ze
algoritmy ASFFS ¢i ASBFS jsou obvykle méné vhodné nez novéjsi algoritmy, na které
zamétime svou pozornost v dal$im textu. Zdokonalena verze plovouciho vyhledavani
byla nedavno publikovana v praci (Nakariyakul a kol., 2009).

13.5.6 Oscila¢ni vyhledavani

Novéjsi, tzv. oscilacni vyhledavani (Oscillating Search, OS) (Somol a kol., 2000) mtze
byt povazovano za metaproceduru, kterd vyuziva jiné metody vybéru pfiznakt jako
podprocedury ve svém vlastnim vyhledavani. Cely koncept oscilaéniho vyhledavani je
velmi flexibilni a umoziiuje modifikace pro rizné tcely. Ukazal se jako velmi vykonny
a schopny prekonat klasické sekvenéni procedury véetné algoritmti plovouciho vyhleda-
vani.
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Na rozdil od jinych metod je OS zalozeno na opakované modifikaci stavajici pod-
mnoziny ptiznakll X, neménné velikosti d. V tomto smyslu OS nezavisi na ptevladajicim
sméru vyhledavani. Toho je dosazeno stfidanim tzv. vykyvii dolii a nahoru. Vykyvy
obéma sméry maji za cil zlepsit stavajici podmnoziny X; nahrazenim nékterych piiznaka
lepsimi. Vykyv dolii nejprve odstraiuje a pak vraci zpatky, zatimco vykyv nahoru nejprve
ptidava a poté odstranuje. Dva po sobé nasledujici vykyvy tvoti oscilacni cyklus. Na OS
lze tedy nahlizet jako na fizenou posloupnost oscilacnich cykld. Hodnota o ozna¢ovana
jako hloubka oscilacniho cyklu urCuje pocet priznakt, které mohou byt nahrazeny
vjednom vykyvu. Hodnota o je algoritmem zvySovana po nelspéSnych oscilaénich
cyklech a resetovana na hodnotu 1 po kazdém zlepSeni X,

>
>
>

Velikost
podmnoiny

d+A d+A

=
=
LW

- > . > >
a) SFs lterace b) SFFS lterace c) 0s lterace

Obr. 13.10 Grafy demonstruji vyvoj velikosti zkoumanych podmnozin d-parametrizovanych algo-
ritmd vybéru ptiznaki: a) sekvenéni doptedny vybér, b) sekvenéni doptedny plovouci vybér, c)
oscilaéni vyhledavani.

Algoritmus je ukoncen kdyz o piekroc¢i uzivatelem stanoveny limit A. Pribéh osci-
la¢niho vyhledavani je ilustrovan ve srovnani s SFS a SFFS na obr. 13.10.

Kazdy algoritmus OS vyzaduje né¢jakou pocatecni mnozinu d priznakti. Tuto poca-
te¢ni mnozinu lze ziskat ndhodné ¢i jakymkoliv jingym zptisobem, tj. uzitim nckteré
z tradi¢nich sekvencnich vyhledavacich procedur. Dale pro nahrazeni o-tic ptiznaka
v hornich a dolnich vykyvech Ize pouzit t¢émét libovolnou proceduru vybéru piiznaki.

Oscilaéni vyhledavani (OS)
Algoritmus generuje podmnozinu d ptiznakt s rozsahem prohledavani omezenym para-
metrem 4 > 1 (pro hledani v pIném rozsahu polozme 4 = D).
KROK 1: Inicializace. Vychazime z existujici podmnoziny d ptiznakil X, kterou
muzeme ziskat libovolnym zptisobem. Nastavme Aloubku oscilacniho cyklu o = 1.
KROK 2: Vygenerujme podmnozinu X j =ADD°(REM°(X,)).
KROK 3: Je-li Xj lepsi nez X, polozme X, = Xj, 0 =1, ajdéme na Krok 2.
KROK 4: Vygenerujme podmnozinu X, J =REM°(ADD’(X,)).

KROK 5: Pokud je XJ lepsi nez X,, polozme X, = X; ,0=1, ajdéme na Krok 2.

KROK 6: Pokud o <4, poloZzme 0 =0 + 1 a jdéme na Krok 2.

Obecnost konceptu vyhledavani OS umoziiuje ptizpusobit algoritmus pro vétsi rych-
lost nebo naopak vétsi presnost nastavenim 4, volbou inicializacni procedury, popf.

predefinovanim operaci ADD a REM. Na rozdil od ostatnich sekvencnich vyhledavacich
procedur OS neztraci ¢as vyhodnocovanim podmnozin, jejichz kardinalita je pfili$ vzda-
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lena kardinalité cilové (d). To zlepSuje schopnost OS nalézt dobra feSeni pro podmnozi-
ny dané kardinality. Nejrychlejsi zlepSovani cilové podmnoziny lze o¢ekavat v pocatec-
nich féazich algoritmu z diivodu malé pocatecni hloubky oscilacnich cykld a tim i jejich
rychlejsiho pribéhu. Pozdéji, kdyz se stavajici podmnozina ptiznakl pfiblizuje tésnéji
k optimu, cykly s malou hloubkou selhavaji ve snaze zlepsit feSeni a algoritmus proto
roz§ifuje rozsah prohledavani (o = o + 1). I kdyz se takto zvySuje Sance dostat se blize
k optimu, kompromis mezi $anci na nalezeni lepsiho feseni a riistem vypocetniho ¢asu
nabyva na vyznamu. Toto chovani algoritmu je nicméné¢ velmi vyhodné, protoze dava
moznost zastavit vyhledavani po uréité omezené dobé, aniz by se tim riskovala ztrata
vyrazng lepsiho vysledku. Hlavni vyhody oscilacniho vyhledavani lze shrnout takto:

— Lze na n¢&j pohlizet jako na univerzalni ladici mechanismus schopny zlepsit feSeni

ziskana jinym zptisobem.

| Inicializujme algoritmus OS vytvofenim po&ateéni podmnoZiny d piiznaku |
(nédhodné, pomaci algoritmu SFS

Polozme o =1 nebo jakkoli jinak)

Pomoci kroku REMOVE podminéné odeberme
o pfiznakl z pracovni mnoZiny d pfiznaku

-
>

Vratme pracovni mnozinu
Ne d pfiznaki do stavu
pfed hornim vykyvem

e nova mno-
Zina d-o pfiznakt doposud
nejlepsi ?
Ano

Pomoci kroku ADD podminéné pfidejme
o priznak( do pracovni mnoziny d-o pfiznak

pracovni mnoZina
d pfiznaki pfedtim zlepsena
hornim vykyvem?

Je nova mno-
Zina d pfiznakl doposud
nejlepsi ?
Ano

Polozme o =1
<

<

Pomoci kroku ADD podminéné pfidejme
o pfiznakl do pracovni mnoZiny d pfiznaku

Vratme pracovni mnozinu

N d pfiznakl do stavu
e . P

pfed hornim vykyvem

Je nova mno-

Zina d+o pfiznak( doposud

nejlepsi ?

Ano

Pomoci kroku REMOVE podminéné odeberme
o pfiznaki z pracovnll"nnoiiny d+o priznaki

pracovni mnozZina
d pfiznaku predtim zlep$ena
dolnim vykyvem?

| PoloZme o =0 + 1|

Obr. 13.11. Algoritmus oscila¢niho vyhledavani.
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— Pro nizké hodnoty 4 a pfi pouziti rychlé inicializace (napf. ndhodné) je algoritmus OS
velmi rychly. V ptipadé uloh o velké dimenzionalité je jednou z mala alternativ k BIF.
V praci (Novovicova a kol., 2006) je OS tspésné pouzito pii kategorizaci dokumentt
k vybéru fadove stovek priznakil pti dimenzionalité problému 10 000.

— Protoze OS zpracovava od samého pocatku podmnoziny o cilové kardinalité, mize
nalézt feseni dokonce i v piipadech, v nichz fop-down ¢i bottom-up sekvenéni procedu-
ry selzou kvili numerickym problémiam.

— Protoze se feseni postupné zlepsSuje po kazdém oscilaénim cyklu s nejviditelnéjsim
zlepSenim v pocatku, je mozné algoritmus pied¢asné ukoncit po predem specifikované
dobé vypoctu a pfitom dostat pouzitelné feSeni. Z tohoto diivodu je OS pouzitelné
v real-time systémech.

— Standardni sekvencni metody jsou nachylné k uviznuti v lokalnich extrémech. Opako-
vany béh OS z n¢kolika riznych nahodnych pocatecnich bodi vyhledavaciho prostoru
dava vétsi Sanci se takovému lokdlnimu extrému vyhnout.

13.5.7 Experimentalni porovnani d-parametrizovanych metod

Suboptimalni d-parametrizované metody vybéru priznakd, jez jsme popisovali postupné
v odstavcich 13.5.1, 13.5.2, 13.5.4 a 13.5.6, byly uvedeny postupné od jednoduchych po
komplexni. Metoda BIF (odst. 13.5.1) je nejrychlejsi ale zaroven nejslabsi metodou
z hlediska maximalizace kriterialni funkce. OS poskytuje z uvedenych metod nejsilngjsi
optimaliza¢ni schopnost za cenu nejpomalejSiho vypoctu (v zavislosti na nastaveni). Pro
ilustraci uvedeného chovani porovname vystup BIF SFS SFFS a OS na vzorové tloze
vybéru ptiznakl. Uvedené metody pouzijeme jakozto pouzdra (viz odst. 13.3.2).

Kazdou z uvedenych metod testujeme na datech ionosphere (34 dim., 2 tridy: 225
a 126 vzorkd) ziskanych z databaze UCI repository (Asuncion a kol., 2007), vybirdme
nejlepsi podmnoziny piiznakd vSech velikosti d = 1,..., 34. Data byla rozdélena na dvé
¢asti: 80 % jako trénovaci a 20 % testovaci. Metody byly pouzity k maximalizaci pres-
nosti klasifikace 3-NN klasifikatoru (k-nejbliz§ich sousedu, viz (Dasarathy, 1991)), pies-
nost byla odhadovana pomoci 10nasobné krosvalidace v ramci trénovaci ¢asti dat vzdy
na zkoumaném podprostoru.

0,94 1
0,92 1

0,9
0,88
0,86 1

0,84 1

0,82 1.

T S e S S S

1 3 5 7 9 M1 13 4 17 19 21 23 25 27 29

Obr. 13.12 Porovnani optimalizaéniho vykonu suboptimalnich metod vybéru pfiznaki (maximalni
dosazena uspésnost klasifikace 3-NN na trénovacich datech).
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BIF SFS a SFFS nevyzaduji zadné parametry, OS bylo nastaveno tak, aby kazdé
vyhledavani probéhlo 15krat z riiznych ndhodnych pocate¢nich podmnozin dané velikos-
ti s 4 = 15. Toto nastaveni je sice velmi naro¢né na vypocetni ¢as ale dava Sanci vyhnout
se lokalnim extrémim, ve kterych skon¢i vypocet vétsiny vyhledavacich algoritma.

Obrazek 13.12 ukazuje maximalni hodnotu kritéria dosazenou jednotlivymi metoda-
mi pro kazdou velikost podmnoziny. Je vidét, Ze nejlepsi vysledky dava ve vétsiné pii-
padt OS, i kdyZ SFFS zistava pozadu jen nepatrné. Optimalizac¢ni schopnost SFS se
ukazuje jako podstatné mensi, ale stale jesté podstatné vétsi nez u BIF.
zuje vliv nalezenych feSeni na uspésnost klasifikace nezavislych testovacich dat. Z toho-
to hlediska se rozdily mezi uvazovanymi metodami vyrazn¢ stiraji. Komplexnéjsi meto-
dy se ukazuji jako nachylnéjsi k pretrénovani (viz oddil 13.9), v ptipadé OS je ziejmy
nejvetsi rozdil mezi uspesnosti klasifikace na trénovacich a testovacich datech. Metoda
SFFS se zde ukazuje jako v priméru nejspolehlivéjsi, SFS poskytuje v tomto piikladu
nejlepsi izolovany nezavisly vysledek. Za povSimnuti stoji, Ze ackoliv nejvétsi optimali-
zované kriterialni hodnoty byly dosazeny pro podmnoziny o velikosti zhruba 6 piiznaki,
nejlepsi vysledky na nezavislych datech 1ze pozorovat pro podmnoziny o riznych veli-
kostech mezi 4 az 13 ptiznaky. Tento ptiklad dobfe ilustruje jeden z klicovych problému
vybéru priznaki, Ze je obtizné najit podmnoziny, které dobfe zobectiuji. Poznamenejme,
ze uvedené vysledky jsou ilustracni. Pfi uziti odlisné kriterialni funkce lze ocekavat také
odlisnosti v detailech funkénosti jednotlivych metod.

0,975
0,95 1
0,925 1
0,9 1
0,875 1

0,85 -

0,825

0,8 +—r——r—r—r————————————————————————

1 3 5 7 9 M 13 4 17 19 21 23 25 27 29

Obr. 13.13 Porovnani generalizaéni schopnosti suboptimalnich metod (sp&$nosti klasifikace
3-NN na nezavislych datech).

Rychlost kazdé z testovanych metod klesa s jeji slozitosti. BIF ma linedrni vypocetni
narocnost (ve vztahu k poctu vyhodnocenych kritérii). Ostatni uvazované metody maji
vypocetni naro¢nost polynomickou. SFFS je zde zhruba 10krat pomalejsi nez SFS. OS je
pfi pomalém nastaveni zhruba 10- az 100krat pomalejsi nez SFFS. Tyto Gdaje vsak silné
zavisi na konkrétnich okolnostech fesené ilohy a zde slouzi jen k nejhrubsi orientaci.
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OPTIMALIZACE VELIKOSTI PODMNOZINY — DYNAMICKE OSCILACNI VYHLEDAVANI

13.6 Optimalizace velikosti podmnoZiny — dynamické oscila¢ni

Zakladni princip oscila¢niho vyhleddvani (viz odst. 13.5.6) byl déle rozsifen do podoby
dynamického oscilacniho vyhledavani (Dynamic Oscillating Search, DOS) (Somol
a kol., 2008b). Algoritmus DOS je iniciovan libovolnou podmnozinou piiznaki (véetné
prazdné mnoziny). Podobné jako OS se opakované snazi zlep$it stavajici mnozinu pro-
vadénim oscilacnich cykli (s rostouci hloubkou oscilacniho cyklu v ptipadé neuspéchu).

DOS

Obr. 13.14 Graf demonstruje vyvoj velikosti zkoumanych podmnozin d-optimalizujiciho algorit-

Iterace

mu vybéru pfiznaki — dynamického oscilacniho vyhledavani.

vystupem
STOP e posledni

pivot

START

Polozme 8 =1

{ Pozn.: R oznacuje
fazi oscilaéniho cyklu:

Polozme piv=

k=0

PoloZme R =®

Odeberme jeden
pfiznak pomoci SBS

Pfidejme jeden
priznak pomoci SFS

PFidejme jeden
pfiznak pomoci SFS

Odeberme jeden
pfiznak pomoci SBS

Polozme k=k-1

Polozme k=k+ 1

Polozme k =k +1

Polozme k=k-1

Nové nejlepsi
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Obr. 13.15 Algoritmus dynamického oscilaéniho vyhledavani.
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Velikost aktualné vybrané podmnoziny se vSak v pribéhu vypoctu méni a vypocet re-
startuje, kdykoliv je v libovolné fazi oscilacniho cyklu nalezeno nové globalné nejlepsi
feSeni. Na rozdil od ostatnich metod uvadénych v této kapitole je tudiz DOS d-
optimalizujici procedurou.

Pribéh dynamického oscila¢niho vyhledavani je ilustrovan na obr. 13.14 (srovnejte
s obr. 13.10). Podobné jako OS i DOS ukoncuje vypocet, kdyz stavajici hloubka cyklu
prekro¢i vzivatelem definovany limit A. DOS také sdili s OS stejné prednosti shrnuté
v odst. 13.5.6, tedy schopnost doladit vysledky ziskané jinym zpisobem, sekvencnost
zlepSovani vysledku, nejrychlejsi zlepSovani v pocatecnich fazich vyhledavani atd. Blo-
kové schéma algoritmu DOS vidime na obr. 13.15.

Dynamické oscila¢ni vyhledavani (DOS)
Algoritmus generuje podmnozinu piiznakli optimalizované velikosti £ s rozsahem pro-
hledavani omezenym parametrem 4 > 1 (pro hledéani v plném rozsahu polozme 4 = D).

KROK 1: Inicializaci provedme jednim ze dvou zplsobti. Nastavme hloubku osci-

lacniho cyklu 6 = 1. Déle
a) spotéme vychozi podmnozinu X, = ADD(ADD (D)), k = 2, nebo
b) miizeme vyjit z libovolné existujici podmnoZiny k pfiznakt X;, pokud k> 2.

KROK 2: Provedme vypotet ADD’(REM’(X;)), pokud je kterdkoliv piechodna
podmnozina X v | X v |=i,i e [k— 0, k], generovana v prub¢hu vypoctu shledana lepsi
nez X, polozme X, = X ,k=1,0=1, arestartujme Krok 2.

KROK 3: Provedme vypotet REM(ADD’(X)), pokud je kterakoliv piechodni
podmnozina X T | X T |=J,Jj € [k, k+ 6], generovana v prib&hu vypoctu shledana lepsi
nez Xj, polozme X, = b ,k=j,0=1, ajdéme na Krok 2.

KROK 4: Pokud 3 <4, polozme é =0 + 1 a jdéme na Krok 2.

V pribéhu vyhledavani generuje DOS posloupnost feseni se vzrustajicimi hodnotami
kritéria a za pfedpokladu, ze hodnota kritéria neklesa se zmensujici se velikosti podmno-
ziny. Kompromis mezi ¢asem vyhledavani a blizkosti k optimalnimu feseni lze fidit
predéasnym prerusenim vyhledavani. Pocet vypoéti kritéria je fadu O(n’). Celkova doba
vyhledavani vsak silné zavisi na zvolené hodnoté 4, na konkrétnich datech a vlastnos-
tech kritéria a kone¢né na nepredikovatelném poctu restartl oscilacnich cykld, ke kterym
dochazi po kazdém nalezeni lepsSiho feseni.

13.6.1 Experimentalni porovnani d-optimalizujicich metod

Abychom mohli experimentalné porovnat algoritmus DOS s diive diskutovanymi meto-
dami SFS SFFS a OS, pouzijeme tyto metody v d-optimalizujici upravé, takto bude
kazda z uvedenych metod volana pro vSechny mozné velikosti podmnozin, ze ziskanych
vysledki vSech kardinalit je poté jako vystup dané metody vybran vysledek s nejvétsi
hodnotou kritéria. Abychom vyznacili tento odliSny zptsob pouziti dive diskutovanych
metod, oznaéime piislusné metody SFS* SFFS* a OS”.

Porovnani provedeme na mamogramovych datech wdbc (30 dim., 2 tfidy: 357 benig-
nich a 212 malignich vzorki) z databaze UCI Repository (Asuncion a kol., 2007) pii
pouziti tfi rdznych kritérii. Budeme vyhodnocovat presnost klasifikace bayesovského
klasifikatoru pro normalni rozlozeni klasifikatoru 3-NN (Dasarathy, 1991) a SVM (Sup-

24.3.2013, UI6, Kap.13_7



OPTIMALIZACE VELIKOSTI PODMNOZINY — DYNAMICKE OSCILACNI VYHLEDAVANI 455

port Vector Machine) s jadrem radialni bazové funkce, viz (Chang a kol., 2001). Expe-
rimenty byly provedeny s pouzitim dvoustupiiové krosvalidace. Vné&jsi krosvalida¢ni
cyklus poskytuje riznd déleni dat na trénovaci a testovaci ¢ast. Vnitini krosvalida¢ni
cyklus pak dale rozdéluje trénovaci Cast dat na Cast pro trénink a validaci klasifikatoru.
Vysledky experimentii jsou shrnuty v tabulce 13.3. Tabulka obsahuje tii oddily udavajici
vysledky pro jednotlivé klasifikatory (kriterialni funkce). Sloupec I-CV ukazuje pro
kazdou metodu vybéru pfiznaki maximum dosazené hodnoty kritéria (primér pies
vnitini krosvalida¢ni cyklus). Sloupec O-CV vyjadiuje klasifika¢ni pfesnost na nezavis-
lych testovacich datech (prumér ptes vnéjsi krosvalidacni cyklus).

Tabulka 13.3 Porovnani d-optimalizujicich suboptiméalnich metod (optimaliza¢ni vykonnost I-CV,

generaliza¢ni schopnost O-CV, velikost nalezenych podmnozin)

kritérium metoda max. hodn. uspésnost velikost doba
vybéru krit. (I-CV) Kklasif. (O-CV) podmn. vypoctu

bayesovsky  SFS* 0,962 0,933 10,8 00:00

klasifikator ~ SFFS* 0,972 0,942 10,6 00:03
os* 0,970 0,940 9,9 00:06
DOS 0,973 0,951 10,7 00:06
vSechny ptiznaky 0,945 30

3-NN SFS* 0,981 0,967 15,3 00:01
SFFS* 0,983 0,970 13,7 00:09
os* 0,982 0,965 14,2 00:22
DOS 0,984 0,965 12,4 00:31
vSechny priznaky 0,972 30

SVM SFS* 0,979 0,970 18,5 00:05
SFFS* 0,982 0,968 16,2 00:23
os* 0,981 0,974 16,7 00:58
DOS 0,983 0,968 12,8 01:38
v§echny ptiznaky 0,972 30

Z vysledki 1ze vypozorovat, ze dynamické oscilani vyhledavani je schopné preko-
nat ostatni testované metody z hlediska schopnosti maximalizace kritéria (I-CV), ma
tendenci produkovat nejmensi podmnoziny piiznaki, ale podobné jako v ptipadé d-
parametrizovanych experimentd (odst. 13.5.7) je zfejmé, Ze zadna z uvazovanych metod
neni jednozna¢né nejlepsi z hlediska generalizacni schopnosti (aspésnosti klasifikace na
nezavislych datech O-CV).

13.7 Hybridni algoritmy

V piedchozich oddilech jsme podali struény piehled nejriiznéjsich nastroji vhodnych pro
feSeni ulohy vybéru priznakd. Poukazali jsme také na fakt, ze zadnou z uvedenych me-
tod nelze oznacit jako univerzalné nejlepsi. Rizné metody jsou vice ¢i méné vhodné
v riznych situacich. Prikladem mutize byt rozdil mezi filtry a pouzdry (viz odst. 13.3.2),
filtry byvaji podstatné rychlej$i nez pouzdra a umoznuji tak fesit problémy podstatné
vetsi dimenzionality, pouzdra vSak lépe umoznuji pfi vybéru piiznakdl vzit v tvahu
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vlastnosti konkrétniho klasifikatoru a mohou tudiz dosahnout lepsi klasifika¢ni presnos-
ti. V takovéto situaci se nabizi idea zkombinovat vlastnosti obou uvazovanych ptistupt.

Jednoduchy zptisob definice Ahybridni metody vybéru ptiznakl, kombinujici vyhody
jinych existujicich ptistupl, byl popsan v praci (Liu a kol., 2005). Obecnéji pouzitelny
mechanismus definice hybridni metody, umoznujici kombinovat libovolné dva zpisoby
vyhodnocovani kriterialni, funkce byl ukazéan v ¢lanku (Somol a kol., 2006). V hybrid-
nich sekvenénich metodach definovanych timto zpisobem piepokladame, ze v kazdém
kroku algoritmu je o pfidani vhodného pfiznaku do pracovni mnoziny ¢i odebrani z ni
ven rozhodovano dvoufazove. Nejprve je vyuzito rychlé predfiltrovaci kriterialni funkce
k redukci poctu kandidatl teprve, poté je mezi mensim poctem kandidatt vysledny pii-
znak vybran pomoci pomalejsi, ale jak ptedpokladdme vhodnéjsi hlavni kriteridalni funk-
ce. Toto schéma Ize implementovat v libovolnych sekvenénich algoritmech vybéru pii-
znakii nahrazenim Definice 1 a Definice 2 (kroky ADD a REM uvedené v odst. 13.5.2)
upravenymi definicemi, které uvadime v dal§im textu. Pro zjednoduSeni ozna¢me J.)
rychleji vyhodnotitelné, ale pro dany problém méné vhodné predfiltrovaci kritérium,
dale oznaéme Jy{.) pomaleji vyhodnotitelné, ale pro danou tlohu predpokladané vhod-
n¢&j$i hlavni kritérium. Dale zavedeme hybridizacni koeficient /. € [0, 1] jakozto uzivatel-
sky parametr urcujici relativné podil kandidatskych ptiznak zachovavanych po filtraci
pfedbéznym kritériem a nasledné vyhodnocovanych pomoci primarniho kritéria. Pozna-
menejme, Ze v nasledujicich definicich [ - | oznacuje zaokrouhleni hodnoty.

Definice 3. Pro stavajici mnozinu ptiznak Xy a dané A € [0, 1] necht Z je mnoZina
kandidatskych ptiznakt

Z ={f:feY\Xsi=1,..,max{L[ A- 1Y\ X, [T}} (13.14)
takova Ze

Vf,geVY\X,,feZ ,geZ", J(X,[)2J(X;,8), (13.15)

kde J,(X,,f) oznaduje piedfiltrovaci kriteralni funkci pouZitou pro vyhodnoceni pod-
mnoziny ziskané piiddanim f do Xy, kdyZfe Y\ X,. Necht f je takovy ptiznak, Ze

A =argrg§§J;(Xd,f), (13.16)

kde J;, (X,,f) oznatuje hlavni kriterialni funkci pouzitou pro vyhodnoceni podmnozi-

ny ziskané ptidanim f do X, je-li f € Z . Pak budeme fikat, ze ADD(X,) je operace
pridéani ptiznaku /'~ do mnoziny X,, abychom ziskali mnozinu X,.,, jestlize

ADD, (X)) =X, V{f"} =X, XX, Y. (13.17)

+12

Definice 4. Pro stavajici mnozinu X; a dané 4 € [0, 1] necht Z™ je mnozina kandidat-
skych ptiznak

Z ={f:feX;i=1.,max{L[ 2| X, 1} (13.18)
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takova, ze

Vf.geX,.feZ ,ge¢Z", J.(X,,[)z2J.(X,,8) ., (13.19)

kde J.(X,,f) oznaluje piedfiltrovaci kriteridlni funkci pouZzitou pro vyhodnoceni

podmnoziny ziskané vyloucenim f'z Xy, je-li f € X;. Necht /™ je takovy pfiznak, ze

[ =argmax J, (X,. /) (13.20)

kde J,,(X,, f) oznacuje hlavni kriteridlni funkci pouzitou pro vyhodnoceni podmnozi-

ny ziskané vyloucenim f'z X,, kdyz f € Z . Pak budeme fikat, ze REMy(X,) je operace
odstranéni ptiznaku f~ z mnoziny X,, abychom ziskali mnozinu X, i, jestlize

REM (X)) =X, \{f } =X, X, X, Y. (13.21)

Efekt hybridizace je ilustrovan na piikladu z tabulky 13.4. Testovali jsme hybridizo-
vanou metodu DOS (viz oddil 13.6) na datech waveform (40 dim., 2 tfidy: 1692 a 1653
vzorki) z databaze UCI Repository (Asuncion a kol., 2007). Jakozto predfiltrovaci krité-
rium bylo pouzito Bhattacharyovy vzdalenosti (Devijver a kol., 1982). Hlavnim kritéri-
em byl odhad tspéSnosti klasifikace 3-NN klasifikatoru (k-Nearest Neigbor, neboli .-
nejblizsich sousedu, viz (Dasarathy, 1991)).

Uvedené vysledky ukazuji nardst ziskané hodnoty kritéria, ale také vyrazny narist
doby vypoctu pro rostouci hodnoty A, jenz odpovida rozsifovani poctu kandidatskych
ptiznakti vyhodnocovanych pomoci hlavniho kritéria. Ovétenim na nezavislych datech
se vSak v tomto piipadé ukazalo, Ze hybridizaci 1ze nejen usetfit vypocetni Cas, ale
i zlepSit chovani klasifikatoru na neznamych datech. Nejlepsi vysledek zde odpovida

v

metodou DOS k pieuceni a ze piedfiltrovaci kritérium zde preuceni Gspésné omezuje.

Tabulka 13.4 Porovnani GspéSnosti hybridizovaného algoritmu dynamického oscilaéniho vyhleda-
vani pro rizné koeficienty hybridizace

koeficient hybridizace 4 0,01 025 0,5 0,75 1
maximalni hodnota kritéria 0,907 0,913 0,921 0,921 0,921
presnost klasifikace na nezav. datech 0,916 0,911 0,911 0,910 0,910
nalezena velikost podmnoziny 1 10 15 17 17
vypocetni Cas 1:12 8:06 20:42 35:21 48:24

13.8 Vybér priznaku zaloZeny na modelu smési hustot

Alternativou k vyhledavacim metodam vybéru piiznakd typu filtr ¢i pouzdro (viz odst.
13.3.2) jsou tzv. metody integrované (embedded), v nichz je proces vybéru piiznaka
primo soucasti uiciho procesu, resp. odhadu modelu.

Uvazujme nyni problém vybéru ptiznakl v situacich, kdy vicerozmérné podminéné
hustoty p(x | @,) a asto i apriorni pravdépodobnosti P(w;) jsou bud’ jen ¢astecné zndmé,
nebo neznamé a jedinym zdrojem informace se stavaji soubory nezavislych pozorovani
z jednotlivych tfid, tj. mame k dispozici trénovaci mnoziny T, se vzorky ze tfidy w.
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Odhadovani apriornich pravdépodobnosti vétSinou neni problém, obvykle je nahra-
zujeme relativnimi ¢etnostmi vyskytu vektordi pfiznakd z jednotlivych tfid v trénovaci
mnozing, nebo zndme odhady jejich vyskytu v praxi. Nékteré nebo vSechny podminéné
hustoty je vhodné modelovat jako konecné smési hustot pravdépodobnosti, které jsou
flexibilngjsi nez jednoduché pravdépodobnostni modely. Pomoci modelu smési 1ze re-
prezentovat libovolné slozité hustoty, viz napt. (Hastie a kol., 1996), (Palm, 1994),
(McLachlan, 2004), (Ripley, 2005) a (Webb, 2002).

V publikacich (Pudil a kol., 1994b), (Pudil a kol., 1995), (Novovicova a kol., 1996)
a (Novovicova a kol., 1998) je uveden pfistup k vybéru ptiznakd zaloZeny na aproximaci
neznamych podminénych hustot pravdépodobnosti modifikovanou konec¢nou smési
soucinovych komponent.

13.8.1 Konecna smés hustot pravdépodobnosti

Konecné smés hustot pravdépodobnosti pro podminénou hustotu ve tfidé w je definova-
na ve tvaru

M{o Mn)
p(x|a,.0,)=2 aip(x|6y), > ay=1, a, >0, (13.22)
m=1 m=1

kde M, oznacCuje pocet komponent smési a p(x | ;) je hustota m-t¢ komponenty ve
tiidé @, o, udava vahu m-té komponenty smési, 6, znaci parametr m-té komponenty
smési a {«,.0,} ={a’,...a) ,07,....0y } vyjadfuje mnoZinu vSech parametrii smési.
Tento model pfedpokladd, ze kazda komponenta smési ma vicerozmérné rozdéleni
s vlastnimi parametry. Obvykle uvazujeme, ze komponenty maji stejny parametricky
tvar (napf. vicerozmérny normalni). Model (13.22) mize byt zjednodusen za piedpokla-
du, Ze pro kazdou komponentu p(x | €7 ) smési (13.22) jsou piiznaky statisticky nezavis-
1¢. Pak je kazda komponenta soucinem jednorozmérnych marginalnich hustot p(x; | ;)
a smes (13.22) Ize ptepsat do jednodussiho tvaru

M, D

p(xla,.0,)=2 a T p(x16,), (13.23)
m=1 i=1

v némz 6 je parametr m-t¢ komponenty ve tiidé @ odpovidajici pfiznaku x;. To zna-

mena ze p(x; | €7) je hustota i-tého ptiznaku v m-t¢ komponenté hustoty ve tfidé¢ w

a podminéna hustota pravdépodobnosti je modelovana jako smés nezavislych pravdépo-
dobnostnich modelti.

13.8.2 Modifikovana konecna smés souc¢inovych komponent

V popisovaném piistupu ke globdlnimu vybéru ptiznakd piedpokladame, ze nékteré
pfiznaky nejsou vyznamné pro strukturu smési (13.23) v tom smyslu, Ze pfiznak x; je
nevyznamny pro strukturu smési (13.23), jestlize jeho rozdéleni pravdépodobnosti je
uréeno spolecnou (sdilenou) hustotou napti¢ vSemi komponentami, a tudiz je nezéavislé

na m, tj. p(x; | 62) = go(x: | ). Piiznak x; je vyznamny pro strukturu smési (13.23),
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jestlize jeho rozdéleni pravdépodobnosti je uréeno specifickou hustotou, tj. p(x; | 65 ) =
go(xi | 6°)). Necht @= (¢, ..., #p) € {0, 1}” je mnozina binarnich parametrii a dale

@ = 1 znamena, ze ptiznak x; je vyznamny a mél by byt modelovan pouzitim spe-
cifické komponenty smési,

¢, = 0 znamena, ze priznak x; je nevyznamny a mél by byt reprezentovan spolec-
nou (sdilenou) hustotou.
Smeés hustot v (13.23) lze nyni piepsat do tvaru

M, M, D
p(x|a,.0,.0,@)=3 a;p(x|0,,6,@)=> a [ l2,(x16,) " g(x,[6)"], (13.24)
m=1 m=1 i=1

kde 6, = (O,..., Gyp). Takto lze pohlizet na binarni parametry ¢ jako na ridici veliciny,

nebot’ slozitost a struktura smési (13.23) mtize byt fizena pomoci téchto parametrti.
Vypocet odhadl parametrd («, 6, 6,, @) = {(Qw, O G, D, ® € 2} smési (13.24)

maximalizujicich pro dané trénovaci mnoziny T,, @ € Q, globalni logaritmickou véro-

hodnostni funkci

P(w)

Mw
L(a,0,6,,®)= > > logp(x|a,.6,.6,,®) (13.25)

7 7 m=
we | o | xe7, m=1

je zaloZen na algoritmu EM (Expectation-Maximization) (Redner a kol., 1984).
e E-krok: Pro dané parametry ¢, ,67,0,,® a pro m = 1,.., M,, x € T,, vypoteme
aposteriorni pravdépodobnosti

(o} D = 123
°.6,0)  ar] [ le(x16,) " g(x16:)"]
M(o (o} 19 - M(u (0] D — 1o
ZFI a; p(x| ej ,6,, D) ZFI a; Hi:l [go(x, | 00:‘)1 ﬁg(x[ |9ji )%]

@ p(x| 05

p(m| X, )= . (13.26)

Pro tyto pravdépodobnosti ur¢ime ocekdvanou globalni logaritmickou vérohodnostni
funkci

M,
L@.0.6,®)=Y 2O 5 3 pom| x.0)loga? p(x|6,.6,D). (13.27)

.
we2 ’/w | xe, m=1

e M-krok: Pii pevnych aposteriornich pravdépodobnostech (13.26) vypocteme nové
hodnoty parametrii smési

(4,0,6,,d) = arg max {L(a,6,6,,®)}. (13.28)

Odhad binarnich parametrt ¢, i = 1,..., D, je zahrnut do M-kroku algoritmu EM a zavisi
na zvoleném kritériu vyznamnosti ptiznaku.

Poznamenejme, Ze v algoritmu EM ptedpokladame na pocatku iniciované hodnoty
parametri. Obvyklym zpisobem inicializace je n&jakd forma nahodné inicializace,

s

podrobnéjsi udaje najdeme v praci (McKenzie a kol., 1994).
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Vypocet se znacné zjednodusi za pfedpokladu Ze:

— jednorozmérné hustoty g(x; | €.) a go(x; | &) patfi do rodiny jednorozmérnych nor-
malnich hustot,

— goi(x; | 6;) ma stejné parametry pro vSechny tiidy @ € €2,

— pocet komponent smési (13.24) a pocet piiznaki je piedem stanoven.

ProtoZe zde neni mozné prezentovat Gplny podrobny popis zminénych metod, odka-
zujeme ¢tenafe na puvodni zdroje (Pudil a kol., 1995), (Novovi¢ova a kol., 1996). Za-
kladni myslenka modelu (13.24) inspirovala fadu odbornikll k dalsimu vyvoji tohoto
postupu, napt. (Miller a kol., 2003), (Law a kol., 2004), (Krishnapuram a kol., 2004),
(Graham a kol., 2006), (Bouguila a kol., 2009) a (Bouguila, 2010).

13.8.3 Miry vyznamnosti pFiznakii p¥i uZiti smésového modelu

Navrzeny model smési (13.24) umoziuje odvodit dvé metody vybéru piiznaki, které se
lisi volbou kritéria vyhodnocovani vyznamnosti piiznaki.

Aproximacni metoda pomoci odhadnutych fidicich veli¢in, tj. vektoru éd sd
nenulovymi slozkami, vyhleda pfiznaky, které davaji mnozinu aproximaci podminénych
hustot pravdépodobnosti nejlepsi ve smyslu minimalizace smési Kullbackovych—Lei-
blerovych vzdalenosti mezi skute¢nou a predpokladanou podminénou hustotou vektoru
X ve tiidé @ s vahami P(@,),..., P(@c). Pfiznaky jsou vybirany s ohledem na reprezen-
tacni schopnost, kterd v nékterych ptipadech nemusi znamenat diskriminacni schopnost.

Divergencni metoda urci ty ptiznaky, které jsou nejlepsi ve smyslu maximalizace
Kullbackovy J-divergence (Boekee a kol., 1979) mezi dvéma tfidami. Cilem metody je
vybrat ty ptiznaky, které jsou nejlepsi ve smyslu rozliseni mezi tfidami.

13.8.4 Odvozeni rozhodovaciho pravidla a souhrn vlastnosti smésového pristupu

Popsali jsme feSeni problému vybéru piiznakd, pii kterém misto vybéru vhodné pod-
mnoziny pfiznakd pomoci vyhledavacich metod odhadujeme mnozinu binarnich veliin
(jednu pro kazdy ptiznak), jez charakterizuji vyznamnost kazdého ptiznaku. Tento odhad
je proveden pomoci algoritmu EM.

Uvazujme problém klasifikace daného objektu popsaného vektorem x do jedné tiidy
z mnoziny 2. To je mozné pomoci Bayesova rozhodovaciho pravidla s minimalni chy-
bou:

Zarad’ x do tfidy w, jestlize

P(o)p(x|))
o, = arg max ——————>-,

max — S lefl,..,Cl, p(X)ZjZC;P(a)j)p(XM)j), (13.29)

kde p(x) je nepodminéna hustota pravdépodobnosti rozlozeni vektoru x. Dosadime-li
v uvedeném smyslu nalezenou optimalni aproximaci podminéné hustoty do Bayesova
pravidla (13.29), spolecna hustota g, miize byt eliminovana a novy objekt reprezentova-
ny vektorem X lze klasifikovat bezprosttedné do jedné z moznych tfid pouze na zakladé
d pfiznakljl X, 5 X, kde {ir,..., ig} je permutace Cisel {1...., D}, a to urenim odhadu
vektoru @, o d nenulovych slozkach. Tento klasifikator v redukovaném ptiznakovém
prostoru nazyvame pseudoBayestiv Klasifikator.
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Popsany piistup k vybéru pfiznakli je vhodny zvlaste¢ pro piipady, kdyz mame
k dispozici dostate¢né velkou trénovaci mnozinu a zaroven nekteré nebo vsechny pod-
minéné hustoty pravdépodobnosti jsou vicemodalni, nebo kdyz se pfedpoklada existence
podtiid v kazdé tiide. Popsany pristup muze slouzit k vice cilim:
—urceni struktury vicerozmérnych rozdélent,
— odvozeni rozhodovaciho pravidla zalozeného na vybranych ptiznacich pro feseni pro-
blému klasifikace do dvou nebo vice tiid.

13.8.5 Experiment na reialnych datech

Za pomoci metod vybéru ptiznakli zalozenych na modelu smési (13.24) jsme provedli
experimenty na datech speech a wdbc pouzitych jiz v odstavcich 13.4.6.2 a 13.6.1.
V tomto experimentu bylo 67 % dat pouzito pro trénink a 33 % pro test uspéSnosti klasi-
fikace. Experimenty jsme uskutecnili pfi dvou riznych zpisobech inicializace: ndhodné
inicializaci a inicializaci typu psi a kralici (McKenzie a kol., 1994). Tabulka 13.5 de-
monstruje potencial smeésové aproximacni metody — s 5 komponentami (sloupec aprox. 5 k.)
pro data speech a s 1, 5 ¢i 20 komponentami pro data wdbc, metoda dosahuje lepsi
uspésnosti klasifikace nez gaussovsky klasifikator, ktery je zalozen na predpokladu uni-
modality dat.

Tabulka 13.5 Porovnani Gspésnosti klasifikace gaussovského a pseudobayesovského klasifikatoru
(pro aproximac¢ni metodu) za pouziti riznych poctli komponent smési

gauss. | aprox. aprox. | aprox. | aprox.

klasif. 1k. S5k 10 k. 20 k.

speech (ndhodna inicializace) 0,916 0,784 0,924 0,908 0,910
(inicializace psi a kralici) — 0,784 0,926 0,936 0,916

wdbc (ndhodna inicializace) 0,940 0,947 0,947 0,940 0,954
(inicializace psi a kralici) — 0,947 0,947 0,940 0,940

13.9 Problém preuceni a problém stability vybéru priznaki

Ve starsi literatute bylo zvykem ohodnocovat u¢innost metod vybéru piiznakd na zakla-
d¢ schopnosti najit optimum nebo hodnotu co nejblizsi k optimu vzhledem ke zvolené
kriteralni funkei. V posledni dob¢ je diraz kladen na vyhodnoceni schopnosti generali-
zovat, tj. schopnosti nalézt takové pfiznaky, pro néz vysledné rozhodovaci pravidlo dava
nejlepsi vysledky na nezavislych datech. Bylo ukazano, Ze podobné jako pfi konstrukci
klasifikatorti je v ptipad¢ vybéru piiznakd nutné zabranit pfetrénovani, tj. priliSnému
prizptsobeni vysledku detailnim vlastnostem trénovacich dat, které vsak mohou byt
zavadejici, zejména nemaji-li trénovaci data dostate¢nou velikost (Raudys, 2006). Pro-
blém pretrénovani je ilustrovan poklesem tspésnosti klasifikace na obr. 13.12 v porov-
nani s obrazkem 13.13. Testovani G¢innosti vybéru pfiznakl na nezavislych testovacich
datech je dulezité také pii porovnavani jednotlivych metod (Reunanen, 2003).

Problém porovnavani metod vybéru piiznakii mezi sebou je v literatufe chapan dvoj-
znaéné. Je rozdil, porovnavame-li samotnou optimaliza¢ni schopnost vyhledavacich
procedur nebo Géinnost klasifikatoru pti pouziti metod vybéru ve specifickém kontextu.

24.3.2013, UI6, Kap.13_7



462 MODERNI METODY VYBERU PRIZNAKU VE STATISTICKEM ROZPOZNAVANI

vvvvvv

la a obvykle neni podle ni vhodné pfijimat zobeciujici z&véry o jednozna¢né nadiaze-
nosti ¢i podiazenosti jednéch metod oproti druhym.

V literatufe panuje obecna shoda, ze vybér pfiznakd zalozeny na pouzdrech vede
k presngjsim klasifikdtorim nez vybér ptiznakl zalozeny na filtrech (viz odst. 13.3.2).
Zaroven je vsak tfeba zdlraznit, Ze pouzdra byvaji nachylnéjsi k pretrénovani. Naopak
slabsi vztah mezi kriteridlnimi funkcemi zalozenymi na filtrech a piesnosti konkrétniho
klasifikatoru muze pomoci k lep§imu zobecnéni a tim k lepsi funkénosti klasifikatoru na
neznamych datech. Podobné lze ocekavat vétsi robustnost vysledku filtrového vybéru
pfiznakt pfi pouziti v kontextu vice rznych klasifikatora.

Problém odhadu Gcinnosti klasifikatoru neni v Zadném pfipad¢ jednoduchy. Existuje
mnoho strategii odhadovani, jejichz vhodnost je zavisla na problému (resubstituce, déle-
ni dat, metody hold-out, krosvalidace, metoda leave-one-out atd.). Podrobnou studii
o problémech souvisejicich s ucenim klasifikatorti stabilizaci slabych klasifikatort a vy-
hodnocovénim jejich presnosti je (Skurichina, 2001).

13.9.1 Problém stability vybéru pfiznaki

Vybér piiznakd mtize byt zatizen také problémem stability. Zdanliveé uspokojivy vysle-
dek vybéru ptiznakd tak mize byt ve skutecnosti vysledkem nahody, nestabilni metoda
pak miize pii nepatrné zméné okolnosti vést k vysledku zcela odlisnému. Je ziejmé, ze
nestabilni G¢innost procesu FS by mohla vazné zhorsit vlastnosti kone¢ného klasifikato-
ru vybérem Spatnych ptiznaku.

V souladu s praci (Kalousis a kol., 2007) definujeme stabilitu algoritmu vybéru pti-
znakl jakoZto robustnost preferenci ptiznakd proti vlivu rdznych trénovacich mnozin
generovanych ze stejného rozdéleni. Stabilitu algoritmti FS budeme zkoumat v podobé
jejich preference ptiznakl pies vybrané podmnoziny S ¢ Y.

Soucasné prace zabyvajici se stabilitou metod FS se hlavné zamétuji na rizné indexy
stability zavadéjici miry zaloZzené na Hammingové vzdalenosti (Dunne a kol., 2002),
korelacnich koeficientech a Tanimotové vzdalenosti (Kalousis a kol., 2007), indexu
konzistence (Kuncheva, 2007) a Shannonové entropii (Kiizek a kol., 2007). Pozname-
nejme, ze stabilita procedury FS zavisi na velikosti trénovaci mnoziny, kritériu pouzitém
k ohodnoceni vybéru piiznaki a slozitosti procedury FS (Raudys, 2006). V dal$im vy-
kladu se zaméfime na nékteré nové miry umoziujici posoudit nejen stabilitu d-
parametrizovanych ale i d-optimalizujicich metod FS (Somol a kol., 2008a).

13.9.2 Vybrané miry stability vybéru pFiznaki
Necht' S = {Si,..., S, }je systém n podmnoZin ptiznakt

S, = {ﬁ li= 1,...,dj,fkl eY.d, e{l,..,|Y[}},j=L..n,n>LneN,
ziskanych z n opakovanych volani zkoumaného algoritmu vybéru pfiznakti na riznych
trénovacich mnozinach vybranych z daného souboru dat. Nasim cilem je definovat miru
stability takovou, aby ohodnocovala systém S hodnotou z intervalu [0, 1], kde vétsi
hodnota oznacuje vétsi stabilitu. Hodnota 0 necht’ oznacduje situaci, kdy vSechny pod-

mnoziny ptiznakti generované zkoumanou metodou jsou disjunktni, a hodnota 1 necht
oznacuje situaci, kdy vSechny podmnoziny ptiznakd jsou identické.
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Necht’ X je podmnoZzina mnoZziny Y reprezentujici vSechny ptiznaky, které se objevi
v kterékoliv mnoziné v systému S:

X={f|feV,F >O}=USI.,X¢Q), (13.30)

kde F;je pocet vyskytl (frekvence) pfiznaku f € Y v systému S. Necht' N znaci celkovy
pocet vyskyti kazdého ptiznaku v systému S, tj.

N=Y F,=>|S|, NeN, Nxn. (13.31)

geX i=1

Definice 5. Vazena konzistence CW(S) systému S je definovana jako

F,—F_
Cw(ES)=>y w,L—mn | (13.32)
f;( / Fmax_F

min

F
kde w, =L, 0<w, Sl,wa =1.
» N fex
Vzhledem k tomu, ze Fy= 0 pro vSechna f € Y\ X, vdzend konzistence CW(S) muze
byt ekvivalentné vyjadiena s pouzitim oznaceni (13.31) ve tvaru

F, F,—-F_ F, F.-1
CW(S):ZL.&;Z_/.f_‘ (13.33)
feXx N Enax_F:nin fey N n_l

Je ziejmé, ze CW(S) = 0 tehdy a jen tehdy, kdyz N = |X], tj. tehdy a jen tehdy, kdyz F,=
1 pro vSechna f € X. Takova situace neni ale myslitelna ve vétsiné realnych uloh. Kdy-
koliv n > |X], n€které piiznaky se musi objevit ve vice nez jedné podmnozing, a tudiz
CW(S) > 0. Podobné CW(S) = 1 tehdy a jen tehdy, kdyz N = n|X], jinak v8echny pod-
mnoziny nemohou byt identické.

Je ziejmé, Ze pro kazdé N, n reprezentujici n&jaky systém podmnozin S a pro dané Y
existuje systém S,;, s takovou konfiguraci ptiznakd ve svych podmnozinach, ze dava
minimalni moznou hodnotu, oznacenou CWy,n(N, n, Y), kterd mize byt vétsi nez 0. Po-
dobné existuje systém S, ktery dava maximalni moZnou hodnotu CW(.), oznac¢ime ji
CWaax(N, 1), jeZ miiZe byt mensi nez 1.

Je ztejmé, ze CWyn(.) je vétsi, pokud se velikosti podmnozin ptiznakl v systému
blizi celkovému poctu ptiznakl |Y], nebot v takovém systému jsou si podmnoziny na-
vzajem podobnéjsi. Proto pouziti miry (13.32) pro porovnani stability riznych metod FS
mize vést k zavade€jicim zavériim, maji-li porovnavané metody tendenci generovat sys-
témy podmnozin vyrazné odlisné pramérné velikosti. Tento problém budeme oznacovat
jako problém zkresleni velikosti podmnoziny. Poznamenejme, Ze vétSina mér stability,
které jsou k dispozici, je timto problémem ovlivnéna. Z tohoto divodu zavadime dalsi
miru nazvanou relativni vazenda konzistence, ktera potlac¢uje vliv velikosti podmnozin
v systému na vyslednou hodnotu miry stability.
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Definice 6. Relativni vazena konzistence CW, (S, Y) systému S charakterizovaného
veli¢inami N, n a danym Y je definovana jako
CW(S) — CvI/Vmin

CW_ (N,n)—CW.

max min

(N,n,Y)
(N,n,Y)’

CW,(S,Y)= (13.34)

kde CW,«(S, Y) = CW(S), pokud CWax(N, 1) = CWyin(N, n, Y)

Oznaéme pro jednoduchost G = (N mod|Y|) a H= (Nm modn). V praci (Somol a kol.,
2008a) bylo ukazano ze

N*~|Y | (N-G)-G>

CW.. (N,n,Y)= 13.35
mm( ) |Y|N(n_1) ( )
a
2 — [—
W (N,my=H TNz DHn (13.36)
N(n-1)
Relativni vazena konzistence pak nabyva tvar
Y| (N—G+ ZF/(Ff —1)]—1\/2 +G?

CW,,(S,Y)= /e (13.37)

|Y|(H? +n(N-H)-G)-N*+G’

1.0

0.8

CwW
0.2 n="17
[Y|=6
0.0
7 10 13 16 19 N 30 33 36 39 42

Obr. 13.16 Ilustrace mezi miry CW .

Meze vazené konzistence CWpa(N, n) a CWyin(N, n, Y) jsou ilustroviny na obr.
13.16. Poznamenejme, ze CW, mtize byt citlivd na malé zmény systému, kdyz se N blizi
k maximu (pro dané N, n a n).

Lze ukazat, Ze pro kazdé N, n reprezentujici n&jaky systém podmnoZzin S a pro dané
Y plati, ze 0<CW_(S,Y)<1 a pro odpovidajici systémy S, a Sy plati, Ze
CWrel(Smin) =0a CVVrel(Smax) =1
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Mira (13.34) nevykazuje nezadouci chovani davajici vétsi hodnoty pro systémy
s velikosti podmnozin blizkou |Y], tj. je nezavisla na velikosti podmnozin ptiznakd vybi-
ranych zkoumanymi metodami FS pfi pevném Y. Miizeme fici, Ze tato mira charakterizu-
je pro dané S, Y relativni nahodnost slozeni mnozin v systému S na stupnici mezi ma-
ximalni a minimalni hodnotou vazené konsistence (13 32).

Koncepéné odlisna mira je definovana v praci (Kalousis a kol., 2007). Je odvozena
z Tanimotova indexu (koeficientu) definovaného jako podil velikosti priniku a velikosti
sjednoceni podmnozin S; a §; (Duda a kol., 2000)

S.(S.S) 505, ] (13.38)
TS US| '

Definice 7. Primérny Tanimotav index systému S je definovan vyrazem

ATI(S) = —2 "Z_]:isk(s,,sj). (13.39)

n(n=1)= 55

ATI(S) je pramérnd mira podobnosti pies v§echny pary podmnozin piiznakli v S. Naby-
va hodnot z intervalu [0, 1], pfi¢emz 0 indikuje prazdny prinik mezi vSemi pary pod-
mnozin S;, S, a 1 indikuje, Ze vSechny podmnoziny systému S jsou identickeé.

13.9.3 Experimenty s mirami stability

Pro ilustraci uvadénych mér stability jsme provedli nékolik experimentii. Budeme po-
rovnavat d-optimalizujici metodu DOS a metody BIF, SFS a SFFS v d-optimalizujici
upravé (Uprava viz odst. 13.6.1). Pro odliSeni od standardniho d-parametrizovaného
pritbhu vyhledavani ozna¢ime tyto metody BIF", SFS’, a SFFS". Podobné jako v odst.
13.6.1 porovnani provedeme na mamogramovych datech wdbc (30 dim., 2 tfidy: 357
benignich a 212 malignich vzorcich) z databaze UCI Repository (Asuncion a kol., 2007)
pti pouziti tfi riznych kritérii. Budeme vyhodnocovat presnost klasifikace: bayesovské-
ho klasifikatoru pro normalni rozlozeni, klasifikatoru 3-NN (Dasarathy, 1991) a SVM
(Support Vector Machine) s jadrem radialni bazové funkce, viz (Chang a kol., 2001). Pro
kazdou kombinaci metoda—klasifikator byl vybér piiznaki opakovan 1000krat na vzdy
jinak ndhodn¢ vybrané datové podmnoziné odpovidajici 80 % pivodnich dat. Pii kaz-
dém opakovani vybéru piiznakl byly 2/3 této datové podmnoziny pouzity k vybéru
ptiznakt (kritérium v podobé odhadu uspésnosti klasifikace vyhodnocovano pomoci
10nasobné krosvalidace) a zbyvajici 1/3 pouzita pro testovani.

Vysledky shrnujeme v tabulce 13.6. VSechny miry, CW, CW,, a ATI, indikuji metodu
BIF" jakoZto obecnd nejstabilngjsi metodu vybéru priznaki, coZ potvrzuje zavéry z &lan-
ku (Kuncheva, 2007). Porovname-li mezi sebou ostatni zkoumané metody, nejlepsi sta-
bilitu i nejmensi velikost nalézanych podmnozin v daném experimentu vykazuje DOS.
Podobnym zptsobem je mozné zkoumat vhodnost konkrétnich metod pro konkrétni
ulohy. Poznamenejme, ze CWy je zde jedinou mirou, ktera spravné odhaluje nahodny
vybér ptiznakd (v tabulce hodnoty blizké 0).
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Tabulka 13.6 Experimentdlni vyhodnoceni stability metod vybéru ptiznaki typu pouzdro

presnost klasif. velikost podmn. CW CWr \ATI D,Obav
vypoctu
kritérium metoda Primér  [St.odch  |Pramér  [St.odch
bayesovsky nahodny vybér 0,908 0,059 14,90 8,39 0,500 0,008 0,296 | 00:00:14
klasifikitor BIF" 0,948 0,004 27,15 4,09 0,927 0,244 0,862 | 00:04:57
SFS’ 0,963 0,003 11,95 5,30 0,506 0,181 0,332 | 01.02.04
SFFS’ 0,969 0,003 12,17 4,66 0,556 0,259 0,387 | 09:13:03
DOS 0,973 0,002 8,85 2,36 0,584 0,419 0,429 12:49:59
3NN nahodny vybér 0,935 0,061 14,9 8,30 0,501 0,009 0,297 | 00:00:45
BIF" 0,970 0,002 24,78 3,70 0,912 0,513 0,840 | 00:38:39
SFS” 0,976 0,002 15,45 5,74 0,584 0,148 0,401 07:27:39
SFFS’ 0,979 0,002 17,96 5,67 0,658 0,149 0,481 33:53:55
DOS 0,980 0,001 13,27 4,25 0,565 0,227 0,393 116:47:
SVM nahodny vybér 0,942 0,059 14,94 8,58 0,502 0,008 0,295 | 00:00:50
BIF" 0,974 0,003 21,67 2,71 0,929 0,774 0,875 | 01:01:48
SFS’ 0,982 0,002 9,32 4,12 0,433 0,185 0,283 | 07:13:02
SFFS’ 0,983 0,002 10,82 4,58 0,472 0,179 0,310 | 30:28:02
DOS 0,985 0,001 8,70 3,42 0,442 0,222 0,295 | 74:28:51

Velmi malé hodnoty CW,, mohou indikovat hlubsi problém daného procesu vybéru
ptiznakt. Je mozné, Ze v dané uloze nejsou piiznaky dostatecné rozliSitelné (a metody
vybéru priznaki tak generuji vice ¢i méné nahodné podmnoziny), popi. dochazi k vyraz-
nému preuceni (prilisnému piizpisobeni specialnim vlastnostem momentalné navzorko-
vané trénovaci datové podmnoziny). Dale poznamenejme, Ze malé hodnoty stability jsou
Casto doprovazeny véts§imi odchylkami ve velikosti podmnozZin.

13.10 Shrnuti a dalsi vyvoj

Tato kapitola byla vénovana problému vybéru ptiznakl ve statistickém rozpoznavani.
Vybér priznakii je jednim z nejcastéji pouzivanych pfistupt k redukci dimenzionality, jez
je prvni ze dvou kliCovych fazi feSeni problému rozpoznavani. Druhou fézi je vlastni
klasifikace, provadéna na ptiznakovém podprostoru uréeném ve fazi prvni. Vyhodou
vybéru priznakii oproti extrakci je zachovani vyznamu ptivodnich méfeni (napt. v medi-
ciné je vyhodné urcit, kterd potencialné draha meéteni je mozné pro ucely automatické
diagnostiky vynechat). Podali jsme zejména prehled dostupnych vyhledavacich strategii
a kritické srovnani jejich vlastnosti vyhod i omezeni zejména ve smyslu pouzitelnosti
pro vybér pfiznakt. Dale jsme navrhli nékolik pfehledovych déleni znamych metod na
zaklad¢ riznych pohledt na cile ¢i pribéh feseni problému. Soucasny stav problematiky
mtizeme shrnout takto:

Optimalni metody vybéru piiznakl pfichazeji v tivahu pouze pro problémy nepfilis
velké dimenzionality. Neni-li ¢asové unosné provést Uplné prohledani, potfebujeme
navic kritérium ohodnoceni podmnozin spliiujici podminku monoténnosti, aby bylo
mozné pouzit néktery z algoritmll vétvi a mezi (Branch & Bound). Ackoliv nejmoder-
n¢jsi varianty tohoto algoritmu bézi az o dva fady rychleji nez varianta zakladni, zistava
fada principialnich omezeni. Skute¢na vykonnost algoritmil vétvi a mezi mize pii nepii-
znivych vlastnostech dat a kriteridlni funkce vést k zdlouhavému vypoctu ne nutné rych-
lejSimu, nez by bylo Uplné prohledani. Béh téchto algoritmti ma v principu exponencialni
charakter a pro konkrétni problém neni doposud pfedem mozné odhadnout oc¢ekavanou
dobu vypoctu. Ackoliv pro nekteré problémy algoritmus nachazi feSeni velmi rychle,
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realné je nutné pocitat s omezenim na problémy dimenzionality do asi 40 az 50 pfi ob-
vyklé dobé vypoctu hodin az dnli. Za nejmodern¢jsi algoritmy vétvi a mezi 1ze povazo-
vat algoritmy vyuzivajici samouciciho predikéniho mechanismu. Jsou jimi tzv. rychly
algoritmus vétvi a mezi FBB (odst. 13.4.4) a algoritmus vetvi a mezi s ¢astecnou predikct
BBPP (odst. 13.4.3).

Suboptimalni metody jsou ziejmé nejcastéji pouzivanymi metodami vybéru piizna-
ki. Ackoliv nezarucuji nalezeni optima vzhledem k zvolenému kritériu, ¢asto toto opti-
mum nachazeji, nebo se k nému znacné ptiblizuji. Na rozdil od optimalnich metod byva-
ji suboptimalni metody tolerantni k nemonotonnimu chovani kritéria a jsou proto
pouzitelné pro pfimou maximalizaci Gsp&snosti klasifikatori. Casova naroénost subop-
timalnich metod je obvykle polynomicka na rozdil od exponencialni naro¢nosti metod
optimalnich. Upravou parametrii Ize &asto volit mezi délkou vypoétu a otekavanou bliz-
kosti feseni k optimu. Zakladni suboptimalni metody jsou velmi jednoduché a snadno
implementovatelné. Tradi¢ni metody Ize obvykle rozdélit na metody zdola—nahoru
a shora—dold podle pfevazujiciho vyvoje kardinality momentalné prohledavanych pod-
mnozin. NejpokrocilejSimi metodami této fady metod jsou hojné citované plovouci me-
tody, které v jednom prichodu nachézi feSeni ve vSech dimenzich a obvykle vyrazné
prekonavaji metody dosavadni. JeSté SirSi mozZnosti nabizeji oscilacni metody, které na
rozdil od ostatnich metod zpracovavaji v kazdém kroku podmnoziny pozadované kardi-
nality (odst. 13.5.6). Algoritmus dynamického oscilacniho vyhledavani navic optimalizu-
je velikost podmnoziny pfiznakd. Alternativné lze k vybéru piiznakl vyuzit i riznych
randomizovanych algoritmil, napf. algoritmii genetickych (Mayer a kol., 2000) atd.

Koncepéné odlisné jsou metody vybéru pfiznaki zaloZené na modelovani struktury
dat za pouziti smési hustot pravdépodobnosti specialniho typu. Tento pfistup je vhodny
pro situace, kdyz mame k dispozici rozsahla trénovaci data, o jejichz vlastnostech ale nic
nevime a hrozi tedy, Ze jde o data obtizné modelovatelna, napf. multimodalni. Jmenujme
dvé varianty tohoto pfistupu, tzv. aproximacni metodu, vhodnou k reprezentaci dat,
a divergencni metodu, vhodnou k separaci tiid. V obou piipadech vypocet zahrnuje kon-
vergujici iterativni vypocCty parametrti smési, pricemz vybér piiznakid je integralni sou-
Casti vypoctu v kazdé iteraci.

Oblast redukce dimenzionality poskytuje Siroké moznosti dalsiho vyvoje. Je mozné
vénovat Gsili urychlovani doposud pfili§ pomalych optimalnich metod. Na druhé strané
lze uvazovat o sofistikovangjsich hledacich schématech zvysujicich Sance, Ze nalezneme
optima u metod suboptimalnich. Neméné dilezité je ovSem zkoumat viastnosti kriteridl-
nich funkci a dale klasifikatorii, v jejichz lepsi vykonnost a pfesnost ma redukce dimen-
zionality vyustit.

P1i pouziti existujicich nastrojli je navic nutné brat v uvahu fadu potencialnich pro-
blémi. Podobné jako pii konstrukei klasifikatord musime pii vybéru pfiznakl zabranit
pretrénovani, neboli pfilisSnému prizptisobeni se vysledku trénovaci mnoziny (Raudys,
2006). Aktudlnim tématem je téz zkoumani stability metod vybéru priznakii. Pietrénova-
ni, malé stabilita, popt. dalsi komplikace, mohou — nejsou-li v€as rozeznany — zasadné
negativné ovlivnit pfesnost vysledného rozhodovaciho pravidla na novych datech.
Zejména u vysokodimenzionalnich problému (kategorizace textl, vyhledavani genu,
zpracovani obrazovych dat na Grovni pixell) jsou obvykle pouzivany pouze nejjedno-
dussi metody vybéru pfiznaki, a to nejen pro vypocetni slozitost, ale také kvuli ptilis-
nému nebezpeéi pretrénovani. Aktualni vysledky vSak naznacuji praktickou moznost
netrividlniho vybéru priznaki i v takto obtiznych problémech (Somol a kol., 2011).
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Mnozstvi metod a nastroju je dnes jiz tak rozsahlé, ze je vhodné uvazovat o vytvoie-
ni podptirnych systému usnadiiujicich uzivateli orientaci a volbu postupu v konkrétnich
pripadech. Prvni kroky byly u€inény v podobé vytvoreni soubornych knihoven relevant-
nich metod (van der Heijden a kol., 2004), popt. kompaktné&jsich softwarovych nastroji
(Somol a kol., 2002), (Pudil a kol., 2002). Tvorba ptehledného sjednocujiciho systému
zustava jednim ze smérd prace také naSeho tymu. Pro ziskani aktualnich informaci
a voln¢ dostupné rozsahlé softwarové knihovny Feature Selection Toolbox odkazujeme
na portal http://fst.utia.cz.
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